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Resumen  

La delincuencia es un problema que afecta a la mayoría de ciudades de todo el mundo y 

especialmente a las urbes de América Latina donde los gobiernos de la región y diversas 

organizaciones internacionales han destinado fondos para elaborar programas orientados a 

reconstruir sectores marginados, proteger los derechos de las personas más vulnerables, 

mejorar la seguridad ciudadana y fomentar un desarrollo económico, político y social más 

inclusivo con el objetivo de contrarrestar el crimen y reducir los altos niveles de inseguridad. 

La presente investigación analiza la ocurrencia de delitos en el espacio-tiempo desde la 

perspectiva espacial, machine learning y de smart ctiy en el sector La Mariscal que es 

conocida como la zona rosa más grande de la ciudad de Quito-Ecuador y se caracteriza 

porque mensualmente ha sido visitada por aproximadamente 200.000 turistas. Sin embargo, 

sus calles están marcadas por robos, ventas de drogas, microtráfico, riñas callejeras y 

prostitución, por lo que, desde el año 2013 la policía nacional y administradores de negocios 

han intentado implementar un plan de seguridad que permita a los residentes y turistas 

disfrutar de las opciones culturales que ofrece el centro norte de la ciudad.  

El uso de tecnologías geo-espaciales permitió espacializar y depurar una base de datos de 

505.724 incidentes del 2016, 2017 y 2018 con base a criterios técnicos (geo-localización) y 

legales (código orgánico integral penal) para disponer finalmente de 17.734 delitos que fueron 

considerados en el presente estudio, lo que permitió evaluar y contextualizar con estadística 

descriptiva la dinámica de delitos. Luego se generó una evidencia empírica con respecto a 

diferencias significativas en la ocurrencia de delitos entre manzanas, horas del día y meses en 

una zona que se caracteriza por ser un punto de encuentro para la diversión nocturna. Usando 

un modelo de regresión lineal por mínimos cuadrados se identificó que el número de cámaras 

de videovigilancia y lugares de ocio podrían explicar en un 95% la ocurrencia de delitos, 

mientras que no existe evidencia significativa que el arbolado urbano, tamaño poblacional y 

número de bloques constructivos sean considerados como atractores del crimen. 

Por otro lado, las técnicas geo-informáticas combinadas con la minería de datos y aprendizaje 

automático permitieron avances significativos en el análisis delictivo de La Mariscal, pues se 

corroboró que la ocurrencia de delitos es dinámica en el espacio y tiempo y el entorno urbano 

brinda las condiciones requeridas para la criminalidad puesto que la mayoría de los patrones 

detectados están relacionados con clusters de tipo HotSpot. Además, para el 2019 la actividad 

delictiva se mantendrá en el epicentro de la zona de estudio, mientras que en otros sitios se 

intensificará según la temporalidad. 
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Finalmente, el Dashboard de delitos presenta beneficios en cada uno de los pilares de una 

smart city y podría convertirse en la piedra angular para promover la participación ciudadana 

en la lucha contra la inseguridad y mejorar la toma de decisiones en materia de prevención y 

gestión de la ciudad. 
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Introducción  

Antecedentes  

Las ciudades de América Latina se encuentran entre las más inseguras del mundo. Por 

ejemplo, Muggah y Aguirre (2017) mencionan que en la región la tasa de crímenes es al 

menos tres veces mayor que el promedio mundial, nueve de los diez países más violentos del 

mundo fuera de las zonas de guerra se encuentran en América Latina y sus ciudadanos 

registran una mayor sensación de inseguridad.  

Este panorama no es reciente, y así los países del sur global tienen una reputación de estar 

entre las regiones más propensas a la violencia, movimientos guerrilleros, narcotráfico 

guerras civiles y dictaduras (Imbusch, Misse, y Carrión 2011). Los gobiernos 

latinoamericanos y diversas organizaciones internacionales, han diseñado una serie de 

políticas para contrarrestar el crimen, y reducir los altos niveles de inseguridad en la región. 

Por ejemplo, se han implementado duras intervenciones por parte de la policía y se han 

destinado fondos para elaborar programas orientados a reconstruir sectores marginados, 

proteger los derechos de las personas más vulnerables, mejorar la seguridad ciudadana y 

fomentar un desarrollo económico, político y social más inclusivo (Schultze-Kraft, 

Chinchilla, y Moriconi 2018). 

Dammert (2015) argumentó que hasta finales de la década de 1990, las políticas de seguridad 

estaban centradas en la gestión policial, en definir un marco de actuación democrática, y en 

responder a los robos, hurtos, homicidios y violaciones de una forma particular. Sin embargo, 

el mismo autor reporta que los gobiernos de la región han optado por asumir un rol de 

promotor de estrategias encaminadas a la prevención del delito, con el objetivo de interrumpir 

organizaciones delictivas a través de una prevención situacional y un incremento en el 

patrullaje policial. En este contexto, lo sociedad civil ha sido llamada a desempeñar un papel 

activo en la provisión de su propia seguridad, pero desafortunadamente su participación 

ciudadana se ha visto reducida por diversos factores. Por ejemplo, Scarlascini (2019) 

menciona que en América Latina la confianza de los ciudadanos en las políticas de seguridad 

es baja, y la razón es porque la ineficacia de los sistemas judiciales ha ocasionado una falta de 

credibilidad de la población en el marco institucional, incluida la policía (Reyna y Toche 

1999). 

Para contrarrestar la delincuencia, es necesario mejorar el sistema de justicia y control penal 

con un correspondiente aumento de la inversión pública, y además es fundamental involucrar 
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a diversos actores en la llamada coproducción de seguridad (Moreira 2016). Blanco y Tudela 

(2010) reconocen que la criminalidad es un fenómeno multidimensional influenciada por 

múltiples factores y los actores llamados a dar respuesta a esta problemática son diversos. En 

consecuencia, el control del delito por parte del Estado no es suficiente, sino que es 

fundamental un trabajo articulado entre el Estado y la población.  

Según Chainey y Lazarus (2021), la delincuencia está relacionada con el tamaño de la 

población de delincuentes, la frecuencia con la que cada delincuente comete un delito y la 

duración de las carreras delictivas de los mismos. Sin embargo, existe una investigación 

limitada sobre estos factores en los entornos latinoamericanos y cómo explican los altos 

niveles de delincuencia en la región. Al examinar cómo la dinámica delictiva influye en las 

variaciones de los niveles delictivos, el primer paso que se debe tomar es determinar cuántas 

personas participan en el comportamiento criminal (Blumstein y Graddy 1981). Hasta lo que 

mejor conocemos, ningún estudio ha proporcionado detalles sobre el tamaño de la población 

de delincuentes en un entorno latinoamericano (Chainey y Lazarus 2021). 

Justificación 

Brantingham y Brantingham (1984) definen a la ciudad desde un punto de vista criminológico 

como espacios llenos de delincuencia, enfermedades y conflictos. Y según Hashim et al. 

(2019), estas son características inevitables de las ciudades. Ante esta problemática diversos 

investigadores han enfocado sus estudios hacia temas relacionados con la criminalidad. Las 

publicaciones científicas buscan identificar correlaciones entre la tasa de delincuencia y la 

densidad poblacional, tasa de desempleo, problemas raciales, trabajos ilegales, entre otros. Sin 

embargo, muy pocas investigaciones han tomado en consideración aspectos espaciales de la 

ubicación de los incidentes delictivos (Singh 2005; Hashim et al. 2019). 

Braga, Papachristos, y Hureau (2010) argumentaron  que el análisis de puntos calientes del 

crimen, es una de las estrategias más efectivas por parte de la policía en contra de la 

delincuencia. A través del tipo de delito, la georreferenciación del incidente y la fecha/hora, se 

han generado mapas de calor aplicando métodos de densificación espacial (Eck, Chainey, y 

Wilson 2005). Una estrategia policial aún más efectiva que la anterior, podría ser la 

reubicación de agentes del orden público en zonas donde ocurrirán focos de delincuencia en el 

futuro, permitiendo mejorar el tiempo de respuesta y evitar la ocurrencia de delitos (Wheeler 

y Steenbeek 2020). 
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Es por esa razón que existe una elevada aceptación por parte de las fuerzas del orden público 

en aplicar modelos que predigan futuros delitos en micro-lugares de crimen (Perry et al. 

2018). Las técnicas de machine learning (ML) se han utilizado para identificar espacialmente 

los delitos que tienen más probabilidades de ocurrir (Han, Kamber, y Pei 2012). Desde el 

punto de vista de criminalidad, existen muchos algoritmos de ML que se pueden implementar; 

los algoritmos aprenden más sobre la data a medida que se entrenan, todo ello con el objetivo 

de identificar los delitos que tienen más probabilidades de ocurrir (Suhong et al. 2018). 

Según Mcclendon y Meghanathan (2015), las técnicas de predicción de delitos son útiles para 

visualizar redes delictivas, reducir riesgos y aumentar la productividad de los analistas de 

delito; para ello es fundamental mantener una base de datos del registro georreferenciado del 

crimen, y detalles relacionados con el lugar, tiempo y naturaleza del crimen. 

La criminalidad es un problema que afecta a la mayoría de ciudades de todo el mundo y 

diversos estudios han encontrado una correlación directa entre el índice delictivito y la 

densidad poblacional (Vallejo y Villegas Barrientos 2018). Se estima que para 2030, el 70% 

de la población mundial vivirá en ciudades, por lo que, es fundamental elaborar planes que 

garanticen entornos urbanos seguros, sostenibles y con recursos eficientes (Kieu et al. 2019). 

Ante este panorama, a nivel mundial se ha empleado el término ciudades inteligentes o smart 

cities, el cual aprovecha las tecnologías de la información y las comunicaciones (TICs) para 

aumentar la eficiencia, reducir los costos y mejorar la calidad de vida de los ciudadanos 

(Falconer y Mitchell 2012). 

Cabe recalcar que no existe una definición y clasificación universalmente aceptada de smart 

cities (Albino, Berardi, y Dangelico 2015), pero según la investigación Cohen (2013), los seis 

pilares de una ciudad inteligente son: (1) Economía inteligente, (2) Gobernanza inteligente, 

(3) Entorno inteligente, (4) Gente inteligente, (5) Movilidad inteligente y (6) Vida inteligente. 

Sin embargo, al no existir un marco claro que permita a los tomadores de decisiones 

comprender la gran cantidad de datos e información proveniente de los pilares de las smart 

cities, Loo and Tang (2019) proponen un Mapeo Inteligente, que además de interrelacionar la 

información de los 6 indicadores, mejore el uso de datos espacio-temporales y de las TICs, 

con el objetivo de reducir las tasas de delincuencia y aumentar la participación ciudadana en 

la seguridad pública.  

En este contexto, la presente investigación emplea la perspectiva de smart cities propuesta por 

Loo y Tang (2019) y aplica técnicas de ML para predecir espacialmente zonas con alto riesgo 
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delictivo en el sector La Mariscal. El área de estudio es conocida como la zona rosa más 

grande de la ciudad de Quito, que mensualmente es visitada por aproximadamente 200.000 

turistas (La Hora 2019). Sin embargo, sus calles están marcadas por robos de celulares, ventas 

de drogas, libadores, riñas callejeras y prostitución (Jácome 2019), por lo que, desde el año 

2013; autoridades municipales, policía nacional y administradores de negocios (bares, 

discotecas y restaurantes) han intentado implementar sistemas de seguridad que permitan a los 

turistas disfrutar de las opciones culturales que ofrece el centro norte de la ciudad (Romero 

2017).  

Los Sistemas de Información Geográfica (SIG) brindan la facilidad de comprender la 

distribución geográfica de los delitos, ya que los mapas constituyen una poderosa herramienta 

para representar fenómenos criminológicos y establecer relaciones entre el espacio y el 

crimen (Owusu y Frimpong 2020). En la actualidad, las instituciones encargadas de la 

seguridad ciudadana usan los SIG para mapear patrones del crimen, georreferenciar eventos 

delictivos, realizar modelos de distribución del crimen en el espacio, cartografiar puntos 

críticos de delincuencia, entre otras acciones. Tal es el caso, que la aplicabilidad de los SIG y 

el análisis espacial, se han convertido en herramientas integrales de las organizaciones 

policiales (Hu et al. 2018). 

Singh y Kumar (2022) argumentan que el mapeo de crímenes y la identificación de puntos 

calientes (Hot-Spot) son cruciales para contrarrestar el accionar criminal y mejorar la calidad 

de vida junto con el desarrollo sostenible del espacio urbano. Identificar puntos críticos y 

densificar áreas de criminalidad son insumos indispensables para analizar la distribución 

espacial y controlar los actos delictivos (Braga 2006). 

La cartografía y análisis de delitos tienen un rol sumamente importante en los pilares 

fundamentales de una smart city, ya que permiten representar y visualizar el registro de 

crímenes y facilitar la toma de decisiones para plantear medidas más inteligentes para 

contrarrestar esta problemática. Según Panigrahi, Barik y Sahu (2021) los SIG posibilitan 

plantear soluciones inteligentes para ciudades inteligentes y sobre todo facilitan una función 

efectiva en el gestión del crimen. 

Pregunta de investigación, objetivos y alcance 

En el presente estudio se formulan las siguientes preguntas de investigación: 1) ¿Cómo se 

concentra el delito en el barrio La Mariscal?, y 2) ¿Cómo se comportará el delito en el barrio 

La Mariscal? 
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Los objetivos de la investigación son: 1) analizar la concentración y patrones de delito, 2) 

evaluar la influencia de factores urbanos en el delito, 3) realizar análisis predictivo de crimen, 

4) contrastar y reflexionar sobre los resultados obtenidos en función de presencia o ausencia 

de cámaras de vigilancia. 

El alcance del estudio, se encamina a la identificación de zonas de alto riesgo delictivo en 

áreas urbanas y predecir de manera confiable las tendencias delictivas en el sector con 

herramientas geo-espaciales y técnicas de ML. El proceso metodológico se compone de 

varios pasos. En primer lugar, las áreas de alta densidad delictiva (puntos críticos de 

delincuencia) se descubren a través de un enfoque de análisis espacial. Posteriormente, se 

analiza la red de predicción de delitos específica que se ajuste a las variables de estudio. El 

resultado final, es un modelo de predictivo de delitos espacio-temporal y una cartografía que 

represente geográficamente las zonas con mayor susceptibilidad de incidentes criminales. 

El análisis propuesto anteriormente, toma como caso de estudio el sector “La Mariscal”, que 

según la División Político Administrativa del DMQ tiene una superficie de aproximadamente 

185 ha. Para el análisis predictivo de delitos, se utilizó el registro georreferenciado de 

incidentes del año 2016, 2017 y 2018 otorgado por el Servicio Integrado de Seguridad ECU 

9-1-1 y se pretende modelar la ocurrencia de delitos en el espacio-tiempo del año 2019. 
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Capítulo 1.  Revisión analítica de literatura 

1.1.  Crimen urbano 

Todas las ciudades del mundo experimentan crímenes. No obstante, existen diversas zonas en 

las cuales la concentración de delitos es mayor en comparación a otros lugares en los que la 

cantidad de crímenes es menor (Kinney et al. 2008). Investigaciones de crímenes en la ciudad 

se remontan desde el siglo XIX, con estudios de Quetelet (1994) y Mayhew (1851), hasta 

principio del siglo XX con Shaw y McKay (1942) de la Escuela de Sociología de Chicago, y 

se extiende a trabajos más recientes como el de Brantingham y Brantingham (1984), 

Hirschfield, Bowers, y Brown (1995) y Felson (2006). Estos autores consideran al crimen 

como formas de actividad humana, que se desplazan en el espacio y se concentran en lugares 

de trabajo, escuelas, áreas comerciales, centro de diversión, suburbios etc. 

Estos trabajos fueron pilares fundamentales para el desarrollo empírico e investigativo del 

crimen hasta el siglo XX. Para el año 1920 con el apoyo de la Universidad de Chicago, se 

realizó un cambio de paradigma dónde los estudios de esta área, no solo se enfocaban en 

analizar al delincuente, sino también abordaban el estudio de cómo la composición urbana 

puede influir en la criminalidad (Umar 2017). 

Weisburd, Bruinsma, y Bernasco (2009) argumentan que los factores ambientales tienen una 

gran influencia en la ocurrencia de crímenes. Elliott (1997), identificó que los lugares donde 

se concentran familias con escasos recursos económicos y vecindarios desorganizados, son 

lugares susceptibles a la ocurrencia de actos de criminalidad, mientras que Michael, Hull, y 

Zahm (2001) en su estudio de factores ambientales que influyen en el robo de autos en 

Washington, DC, identificaron que el arbolado urbano propicia el cometimiento de actos 

criminales.  

El crimen es un fenómeno multidimensional que para ser comprendido debe analizarse desde 

un enfoque multidisciplinario. Por ejemplo, los entornos urbanos cambian rápidamente,  sobre 

todo cuando experimentan una inversión y afluencia de nuevos residentes con mayores 

recursos por la gentrificación del espacio (Hwang and Lin 2016). Por sí solo, este fenómeno 

atrae a residentes de clase media a alta por las oportunidades laborales, precios accesibles de 

viviendas, nuevos servicios urbanos (cafeterías, restaurantes, unidades bancarias) y reducción 

de condiciones sociales negativas como la delincuencia. Según Schnake-Mahl et al. (2020) 

uno de los principales beneficios de la gentrificación es la disminución de las tasas de 

criminalidad.  
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Por el contrario, autores como Van Welsem, Wittebrood, y De Graaf (2006) encontraron que 

la gentrificación aumenta a corto plazo los niveles de delincuencia, debido a la alteración del 

orden local y ruptura de la cohesión social entre los nuevos y originales residentes. Por 

consiguiente, la forma en cómo se manifiesta el crimen puede variar según la zona de estudio. 

Las obras clásicas de la Escuela de Chicago contribuyeron a entender el delito desde la 

perspectiva de las ciencias sociales, motivando a los investigadores a realizar un cambio de 

enfoque para estudiar el crimen urbano. Es decir, ya no solo se analiza al delincuente, sino 

que se considera la composición del entorno y su influencia en la delincuencia urbana. Según 

Andresen (2006), en el año 1929 sucedió un hito en el estudio de este fenómeno social, 

porque se encontró una correlación entre la tasa de delincuencia y características de los 

vecindarios en la ciudad de Chicago, Estados Unidos.  

En otras palabras, para entender el crimen urbano es necesario considerar todos los elementos 

que influyen en la ocurrencia del mismo. Por ejemplo, características del agresor y la víctima, 

espacio urbano, temporalidad y cualquier variable que propicie los actos delictivos (Umar 

2017). 

1.2.  Análisis espacial del crimen 

El análisis espacial del crimen es un conjunto de métodos utilizados para comprender los 

patrones espaciales de la delincuencia. Es un método geográfico que se ha convertido en una 

herramienta fundamental para las instituciones que están a cargo de mantener el control en los 

espacios públicos y la seguridad ciudadana (Inlow 2021). 

El desarrollo del análisis espacial en la criminología se atribuye a la necesidad de estudiar la 

relación entre la ocurrencia del crimen y el lugar (Peet 1975), lo que dio paso a un conjunto de 

reflexiones e investigaciones sobre la geografía aplicada, que sería bautizada a priori como la 

New Geography o Geografía Cuantitativa, la misma que está basada en la formulación 

matemática y modelamiento espacial (Lacoste 1990). 

A finales del siglo XX, era evidente el interés por comprender la relación entre el crimen y el 

lugar. Así lo detallan Sherman, Gartin, y Buerger (1989), y además los resultados de su 

investigación fueron fundamentales para generar un punto de inflexión para volver a centrar 

las investigaciones en torno a las características espaciales del crimen. Este interés abarca en 

cómo el lugar es un factor del crimen, ya sea influyendo o atrayendo a personas con 

inclinaciones delincuenciales. 
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Los avances tecnológicos fueron fundamentales en el desarrollo de técnicas y análisis de 

delitos basados en el lugar. El advenimiento de los Sistemas de Información Geográfica (SIG) 

en esta área de las ciencias sociales, permitieron representar las relaciones espaciales de los 

datos de crimen. Tal es su aplicabilidad, que hoy en día los SIG son herramientas muy 

utilizadas y demandadas en las oficinas de policías locales. Desde la década de los 70 del 

siglo XX, Ronald Horvath durante 20 años capacitó a personal policial de Sydney en SIG y 

delincuencia, teniendo como resultado a largo plazo que cada estación de Australia cuente 

como mínimo con un agente que realice análisis espacial y cartografía del crimen (Bunge 

2017). 

Las capacidades que ofrecen los SIG han apoyado significativamente en el análisis del crimen 

basado en el lugar y en la elaboración de matrices de contigüidad para representar las 

relaciones de vecindad entre diferentes unidades de área (Getis et al. 2000). Por ejemplo, el 

Departamento de Justicia de los Estados Unidos utiliza técnicas avanzadas SIG y cartografía 

para examinar y analizar el crimen espacialmente e identificar las zonas con altas 

densificación de delitos (Eck et al. 2005). Según Badurek (2007), los SIG se han posicionado 

a la vanguardia, ya que estas herramientas permiten mejorar la comprensión de los patrones 

espaciales del crimen y sus causas subyacentes. 

1.3.  Machine learning y crimen 

Arthur Samuel fue pionero en el campo del machine learning (ML) e inteligencia artificial, y 

consideraba que estas técnicas brindan la oportunidad a las computadoras de aprender sin la 

necesidad de ser programadas para esa actividad (McCarthy y Feigenbaum 1990). Existen 

diversos algoritmos de ML para entrenar grandes cantidades de datos, y en general, se los 

puede clasificar en 1) aprendizaje supervisado y 2) aprendizaje no supervisado. En esencia, el 

primer grupo trabaja infiriendo información a partir de datos de entrenamiento etiquetados, y 

el segundo tipo de algoritmos aprende más del conjunto de datos a medida que se incluya más 

información (Mcclendon y Meghanathan 2015). 

Las técnicas de ML se han utilizado en diferentes áreas de la ciencia como pronóstico del 

clima, finanzas, inteligencia de negocios y criminología. En este último, debido a la variedad 

de tipos de delitos, métodos de manejo y técnicas de prevención del crimen, los algoritmos de 

ML se han convertido en herramientas poderosas y ampliamente utilizadas por brindar 

facilidades para el análisis de grandes cantidades de datos y extracción inmediata de patrones 

delictivos (Feng et al. 2019). Además, los datos georreferenciados del crimen han sido 
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insumos fundamentales para aplicar algoritmos de ML, ya que han permitido entrenar 

modelos precisos de predicción del crimen (Iqbal et al. 2013).  Según Toppireddy, Saini, y 

Mahajan (2018) la ubicación geográfica juega un rol importante en los modelos predictivos, 

ya que existen áreas con alta y baja ocurrencia de delitos. 

Desde año 2013, Berk y Bleich reportaban que existe literatura científica que ilustra varios 

modelos de ML orientados a la predicción de delitos. Otras investigaciones como las de 

Rummens, Hardyns, y Pauwels (2017), Hipp, Kane, y Kim (2017), y Mohler y Porter (2018), 

han empleado inteligencia artificial para modelar comportamiento del crimen basados en la 

geolocalización. 

Bandekar y Vijayalakshmi (2020) mencionan que diversos son los algoritmos de ML que se 

pueden emplear para análisis de crimen, como k-means clustering (Kadhim y Swadi 2011), 

naïve bayesian y back propagation (Babakura, Sulaiman, y Yusuf 2014), support vector 

machine (Premalatha y Vijayalakshmi 2015), k-nearest neighbour (Sivaranjani, Sivakumari, y 

Aasha 2017), random forest (Wheeler y Steenbeek 2020) entre otros. 

Realizar modelos de predicción del crimen de manera manual implica una gran cantidad de 

tiempo y recursos, por lo que, las técnicas de ML reducen dicho esfuerzo y además permiten 

extraer patrones del crimen y predecir eventos futuros (Dakalbab et al. 2022). Esta es una 

aplicación de la vida real, por lo que, diversos investigadores y departamentos de policía han 

priorizado la construcción de modelos de inteligencia artificial que sean interoperables, 

interpretables y transparentes (Vinuesa y Sirmacek 2021). 

1.4.  Smart city  

Desde el siglo XX en los centros urbanos, han comenzado a surgir dos tendencias 

importantes, la urbanización y las tecnologías de la información y comunicación (TICs). 

Según Caragliu, Bo, y Nijkamp (2011), desde los años 80 y 90 el avance tecnológico, 

crecimiento económico y bienestar social que ofrecen los centros urbanos, han sido 

detonantes para los procesos migratorios del campo a la ciudad, lo que ha generado efectos 

positivos como diversidad cultural, creación de nuevas fuentes de empleo y dinamización de 

la economía local. Por otro lado, los efectos negativos pueden ser la sobrepoblación, aumento 

de la contaminación ambiental y gases de efecto invernadero (Cocchia 2014). Ante este 

panorama, nace la idea de smart city, es decir, ciudades que tengan la capacidad de resolver 

problemas urbanos tomando en consideración el medio ambiente (Nam y Pardo 2011).  



 

21 

 

A nivel internacional, instituciones como la Comisión Europea y la Organización para la 

Cooperación y el Desarrollo Económicos (OCDE) adoptaron el término smart city para logar 

cumplir los objetivos establecidos en el Protocolo de Kioto sobre cambio climático (Cocchia 

2014) . Por lo general, el término smart city, está relacionado con iniciativas de ciudades 

sostenibles, progreso de la calidad de vida, implementación y uso de las TICs, participación 

ciudadana en la gestión pública y reducción brecha digital (Bouskela et al. 2016). Es decir, 

smart city se refiere a un territorio dotado con tecnología, que tenga la capacidad de 

innovación, creatividad, investigación y que se ajuste a la  teoría de sostenibilidad (Fernández 

2017). Según Loo y Tang (2019) y Cocchia (2014), cada vez más el término smart city es más 

recurrente en artículos científicos, pero pocas veces se aclara un significado que sea 

universalmente aceptado. 

En la última década el término smart city ha sido el foco de atención en todo el mundo, 

debido un exponencial crecimiento poblacional y disminución de recursos naturales (Eremia, 

Toma, y Sanduleac 2017), ya que la forma de gestionar las ciudades ha cambiado hacia un 

modelo más eficiente y por tanto más inteligentes en cuanto al aprovechamiento de los 

recursos disponibles y uso de nuevas tecnologías (Maestre Góngora 2015). Se proyecta que 

más del 60% de la población mundial vivirá en áreas urbanas para el año 2030 y actualmente 

las ciudades representan más del 70 % del consumo mundial de energía y emisiones de gases 

de efecto invernadero (Ritchie y Roser 2018). 

Según Vidal Tejedor (2015) una smart city se define por la capacidad de brindar soluciones a 

las problemáticas antes mencionadas y crear oportunidades para transformar las ciudades en 

lugares habitables para los ciudadanos. 

El término smart city también se asocia con una ciudad moderna que utiliza las TICs y un 

sinnúmero de tecnologías para mejorar la calidad de vida de las personas, la productividad y 

la eficiencia de los servicios urbanos. De la misma manera, asegura que los recursos sociales, 

económicos y ambientales se encuentren disponibles para las generaciones actuales y futuras 

(Kumar et al. 2020). 

Varios académicos y expertos argumentan que una smart city no se define solamente por la 

tecnología, ya que involucra procesos, tecnologías y personas. Según Cabrera-Barona y 

Merschdorf (2018), la tecnología es una de las dimensiones de la smart city, pero no es la 

primordial. Más bien consideran a la comunidad humana como un factor principal, ya que una 
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sociedad inteligente es equivalente a una ciudad inteligente porque son ciudadanos educados 

que están comprometidos y tienen el conocimiento para construir una smart city. 

En general el término de Ciudad Inteligente abarca 6 pilares fundamentales que son: 

Economía Inteligente, Gente Inteligente, Gobernanza Inteligente, Movilidad Inteligente, 

Entorno Inteligente y Vida Inteligente (Deloitte 2015). 

La seguridad ciudadana ocupa un rol fundamental en cada uno de los pilares de una smart city 

(Colado et al. 2014). Dentro de este contexto, los elementos más relevantes para la gestión de 

la seguridad son los datos e información que se puede obtener de una ciudad que presenta en 

su infraestructura tecnológica redes de sensores hiperconectados y sistemas de seguridad. Por 

ejemplo, Truntsevsky et al. (2018) utilizan una aplicación móvil que se asocia con un SIG 

para identificar espacialmente los niveles de criminalidad y concentración de los delitos, con 

el objetivo que los ciudadanos puedan conocer áreas seguras de la ciudad y si fuese necesario 

modificar su ruta para evitar cualquier evento adverso que atente contra su integridad. 

Las ciudades inteligentes están concebidas para optimizar recursos, mantener la sostenibilidad 

y mejorar la calidad de vida de las personas. Por ende, muchas tecnologías urbanas se han 

empleado para convertir ciudades en una smart city. Sin embargo, la tecnología geoespacial 

no ha sido examinada a profundidad en este ámbito, ya que no se ha considerado la 

importancia y la aplicabilidad de la geolocalización y las plataformas de mapas en contra de la 

criminalidad y en consecuencia, para beneficiar los 6 pilares de una ciudad inteligente, lo que 

facilitan la participación ciudadana, apoyando a la comunidad a mejorar su capacidad para 

construir comunidades informadas y sobre todo posibilitando una gobernanza inteligente (Loo 

y Tang 2019; Cabrera-Barona y Merschdorf 2018).
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Capítulo 2. Metodología 

2.1.  Área de estudio 

La zona de estudio de la presente investigación corresponde al sector La Mariscal y está 

delimitada por la Avenida Francisco de Orellana (N), Avenida Patria (S), Avenida 10 de 

agosto (O) y la Av. 12 de octubre (E), con una superficie de aproximadamente 185 ha. 

Mapa 2.1. Zona de estudio - La Mariscal 

 

Elaborado por el autor con base a datos de Gobierno Abierto (2021) 

Para realizar el análisis estadístico del crimen en el sector “La Mariscal”, se utilizó la 

información proporcionada por el Servicio Integrado de Seguridad ECU 9-1-1 (SIS ECU 9-1-

1), institución pública encargada de gestionar todas las emergencias reportadas por los 

ciudadanos a nivel nacional a través de un número único y las que se generan por unidades de 

videovigilancia.  

La información proporcionada corresponde al registro de incidentes georreferenciados del año 

2016, 2017 y 2018 que se han suscitado en el Distrito Eugenio Espejo. Aproximadamente se 

analizaron 505.724 emergencias, de las cuales se excluyeron aquellos incidentes que no se 

localizaban geográficamente en la zona de estudio. Paso seguido, se eliminó del análisis las 

emergencias que no son consideradas como delitos y se corrigió la información alfanumérica 

de la base datos. Por último, los tipos de delitos fueron parametrizados y estandarizados. 
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Teniendo como resultado de este proceso de análisis y depuración de la información un total 

de 17.734 delitos que fueron considerados para esta investigación.  

El análisis de densificación, autocorrelación y predicción de delitos con técnicas espaciales y 

de machine learning se realizaron con base a los 17.734 delitos que se obtuvieron como 

producto del proceso metodológico descrito en el apartado anterior. Además, se tomó en 

consideración variables geográficas que pueden ser consideradas como atractores y 

detractores de delitos: lugares de ocio, arbolado urbano, tamaño poblacional, bloques 

constructivos, cámaras de videovigilancia, entre otros. 

2.2.  Variables e Indicadores 

El marco metodológico está diseñado desde un enfoque cuantitativo y socio-espacial, para 

ello, fue fundamental el uso de la siguiente información: 

Tabla 2.1. Listado y fuente de variables 

Dimensión Variable Indicador Escala Fuente 

Crimen Urbano Registro 

multitemporal de 

delitos 

Número de crímenes/zona  

1:1000 

Servicio Integrado de 

Seguridad ECU 9-1-1 
Número de crímenes/m2 

Físico-Ambiental Lugares de ocio Número de lugares 

ocio/zona 

1:500 Cueva (2022) 

Arbolado urbano Número de árboles/zona 1:500 Autor 

Bloques 

constructivos 

Número de 

edificaciones/zona 

1:1000 Dirección Metropolitana de 

Catastros-DMQ 

Cámaras de 

videovigilancia 

Número de cámaras de 

videovigilancia/zona 

1:1000 Servicio Integrado de 

Seguridad ECU 9-1-1 

Socioeconómica Población Total  Número de personas/zona 1:1000 Dirección Metropolitana de 

Catastros-DMQ 

Elaborado por el autor 
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2.3.  Métodos 

Para desarrollar la presente investigación, se emplearon métodos cuantitativos y 

socioespaciales. Según Wuschke, Henning, y Stewart (2022), el modelamiento del delito es 

un proceso complejo que requiere ser analizado desde puntos de vista multidisciplinarios, ya 

que  numerosos son los factores que influyen en la ocurrencia de este fenómeno social. Por tal 

motivo, en principio, se evaluó la estadística espacial y no-espacial de delitos, correlaciones 

entre las variables. Y por último, se aplicó técnicas geo-informáticas y algoritmos de 

inteligencia artificial para predecir el comportamiento del crimen y con ello proponer un 

mapeo inteligente desde la perspectiva de smart city  (Loo y Tang 2019). 

2.3.1. Estadística descriptiva de los delitos  

La información depurada de delitos con la que se trabajó en este apartado presenta la siguiente 

estructura: 

Tabla 2.2. Información alfanumérica del registro de delitos en el sector “La Mariscal” 

Año Mes Fecha Longitud Latitud Turno Delito Clave 

2016 Enero 2016-01-24 -78,49 -0,21 22h00 a 06h00 Robos Clave Roja 

2016 Enero 2016-01-08 -78,49 -0,20 22h00 a 06h00 Maltrato Animal  Clave Naranja 

⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ 

2017 Enero 2017-01-23 -78,49 -0,20 22h00 a 06h00 Secuestro Clave Roja 

2017 Enero 2017-01-13 -78,48 -0,20 06h00 a 14h00 Hurto Clave Roja 

⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ 

2018 Enero 2018-01-05 -78,48 -0,20 14h00 a 22h00 Violación Clave Roja 

2018 Enero 2018-01-05 -78,48 -0,20 14h00 a 22h00 Venta Drogas Clave Roja 

2018 Enero 2018-01-31 -78,49 -0,20 22h00 a 06h00 Maltrato Animal Clave Naranja 

⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ ⁝ 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 
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Para realizar este análisis se utilizó la información depurada de delitos en el software 

estadístico R.  

El primer paso fue filtrar la información y realizar un análisis particular de los incidentes 

según su temporalidad en los siguientes rangos: 

 1-enero-2016 al 31-diciembre-2016 

 1-enero-2017 al 31-diciembre-2017 

 1-enero-2018 al 31-diciembre-2018 

Se utilizó esta temporalidad, ya que períodos extensos de tiempo permiten garantizar que los 

modelos capturen la dinámica de delitos a largo plazo. Los análisis que se basan en lapsos de 

tiempo muy cortos corren el riesgo de omitir las tendencias que se originan a corto y mediano 

plazo (Campedelli, Serena, y Piquero 2020). 

En este estudio la medida de tendencia central usada fue la moda, con lo que se identificó los 

tipos de delitos que se repiten con mayor frecuencia. 

2.3.2. Significancia estadística y prueba de hipótesis 

La significancia estadística se relaciona con la necesidad de probar hipótesis. Esta idea fue 

introducida en los estudios de Ronald Fisher en la década de 1930, para identificar si sus 

hallazgos podrían ser causales o no.  La significancia estadística típicamente es evaluada 

mediante el valor- p (Llobell et al. 2000). 

El valor-p mide la probabilidad de que cualquier diferencia observada entre grupos se deba al 

azar y se fundamenta con base al supuesto de no diferencia (hipótesis nula), de obtener un 

resultado igual o más extremo que el observado. Al ser una probabilidad, puede tomar 

cualquier valor entre 0 y1. Mientras más cercano sea el valor-p a 0, esto significa  baja la 

probabilidad de que la diferencia observada se deba al azar, y mientras más cercano sea el 

valor-p a 1, esto sugiere que no existe diferencia significativa entre los grupos más que lo 

debido al azar (Dahiru 2008). 

Fisher sugirió un valor-p < 0.05 (5% significación) como valor de referencia para concluir 

que hay evidencia contra la hipótesis probada. Cabe recalcar que no es una regla absoluta. 

Neyman y Pearson propusieron las pruebas de Hipótesis, con dos hipótesis (Sterne y Smith 

2001): 
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{
             𝐻𝑖𝑝ó𝑡𝑒𝑠𝑖𝑠 𝑁𝑢𝑙𝑎 (𝐻𝑜):                 𝑁𝑜𝑟𝑚𝑎𝑙𝑚𝑒𝑛𝑡𝑒 𝑢𝑛 𝑒𝑛𝑢𝑛𝑐𝑖𝑎𝑑𝑜 𝑑𝑒 𝑒𝑓𝑒𝑐𝑡𝑜 𝑛𝑢𝑙𝑜  

𝐻𝑖𝑝ó𝑡𝑒𝑠𝑖𝑠 𝐴𝑙𝑡𝑒𝑟𝑛𝑎𝑡𝑖𝑣𝑎 (𝐻1):   𝑁𝑜𝑟𝑚𝑎𝑙𝑚𝑒𝑛𝑡𝑒 𝑙𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜 𝑎 𝐻𝑜            
 

Para trabajar con pruebas de Hipótesis se deben seguir los siguientes pasos: 

1. Plantearse una Hipótesis Nula (Ho) e Hipótesis Alternativa (H1) 

2. Determinar un estadístico de prueba bajo el supuesto que Ho es verdadera 

3. Especificar el valor crítico bajo el supuesto que Ho es verdadera 

4. Calcular el estadístico de prueba a partir de los datos 

Para realizar pruebas de significación estadística se deben plantear las hipótesis de la siguiente 

manera (Gómez, Vivo, y Soria 2001):  

{
  𝐻𝑜: 𝑁𝑜 ℎ𝑎𝑦 𝑑𝑖𝑓𝑒𝑟𝑒𝑛𝑐𝑖𝑎𝑠 𝑠𝑖𝑔𝑛𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑣𝑎𝑠 𝑒𝑛𝑡𝑟𝑒 𝑙𝑎𝑠 𝑚𝑢𝑒𝑠𝑡𝑟𝑎𝑠 𝑐𝑜𝑚𝑝𝑎𝑟𝑎𝑑𝑎𝑠

𝐻1:  𝐻𝑎𝑦 𝑑𝑖𝑓𝑒𝑟𝑒𝑛𝑐𝑖𝑎𝑠 𝑠𝑖𝑔𝑛𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑎𝑠
 

Generalmente el umbral de decisión es de 0.05, y se acepta Ho si p > 0.05 mientras que se 

rechaza la Ho si p < 0.05 

Con la finalidad de identificar diferencias significativas entre los grupos de datos. Se debe 

considerar la jerarquización de cada delito. Esto se puede obtener a través del tipo de alerta 

que se detallan a continuación desde el incidente con importancia extrema hasta el 

moderadamente más importante (Changoluisa 2021): 

 Rojo: Es todo incidente donde hay un riesgo urgente 

 Naranja. Es todo incidente que no tiene amenaza y/o afectación a la población 

 Amarillo. Es todo incidente donde hay una urgencia con menor preferencia 

 Verde. Es todo incidente donde existe una urgencia relativa con una menor preferencia 

y por ende no requiere de atención inmediata 

Y a través de la prueba estadística no paramétrica Kruskal-Wallis, se determinó si existe 

diferencias significativas de delitos en manzanas del sector La Mariscal, en horarios del día 

(6h00-14h00; 14h00-22h00; 22h00-6h00), y años (2016-2017-2018), entre todos los delitos 

según su nivel de importancia (Rojo-Naranja-Amarrillo y Verde). 
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2.3.3. Correlaciones y regresiones 

La correlación es una medida de asociación entre 2 o más variables, y su valor puede variar 

desde -1 (asociación negativa perfecta), 0 (sin asociación) hasta +1 (asociación positiva 

perfecta). En el estudio de correlaciones, todas las variables se tratan por igual ya que ninguna 

se considera como un predictor. Mientras que la regresión consiste en generar un modelo 

matemático que indica la correlación entre las variables y además considera que una variable 

es un resultado y las otras variables son predictores (Crawford 2006). En otras palabras, mide 

la influencia de las variables independientes en la variable dependiente. 

Los modelos de regresión lineal simple presentan la siguiente estructura: 

                              𝑌1 = 𝛽0 +  𝛽1𝑋1 +  𝑒1               𝐸𝑐. 1 

Dónde: 

𝛽0 es la ordenada en el origen o interceptor  

𝛽1 es el coeficiente de pendiente del modelo 

𝑒1 es el residuo o error 

𝑋1 variable independiente 

𝑌1 variable dependiente 

El modelo de regresión simple anterior se puede extender a regresión multivariada (más de 

una variable independiente). Con base a los estudios de Cueva (2022), Escobedo et al. (2018), 

Hashim et al. (2019), Zahnow y Corcoran (2019) y Sánchez (2016) se planteó la siguiente 

regresión: 

          𝑌1 = 𝐵𝑜 + 𝐵1𝑋1 + 𝐵2𝑋2 + 𝐵3𝑋3 + 𝐵4𝑋4 + 𝐵5𝑋5 + 𝑒1      𝐸𝑐. 2 

Dónde: 

𝑌1 es la variable delitos 

𝛽0 es la ordenada en el origen 

𝐵1, 𝐵2 … 𝐵5 son los coeficientes de las variables independientes 

𝑋1 es la variable lugares de ocio 

𝑋2 es la variable arbolado urbano 

𝑋3 es la variable bloques constructivos 
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𝑋4 es la variable cámaras de videovigilancia 

𝑋5 es la variable de población total 

𝑒1 es el residuo o error 

A partir de la Ecuación 2 se identificó las variables independientes que podrían explicar a la 

dependiente. El modelo aplicado fue una Regresión Lineal por Mínimos Cuadrados.  

2.3.4. Patrones espaciales y temporales de los delitos 

Hart y Zandbergen (2014) argumentan que los puntos calientes o Hot-Spots de delitos son 

áreas dónde se concentran los incidentes delictivos con un patrón no aleatorio en el espacio-

tiempo. Existe una gran variedad de técnicas estadísticas para identificar geográficamente 

puntos críticos de delincuencia, pero los 2 métodos más utilizados se basan en delitos 

agregados y análisis de ubicaciones de eventos delictivos.  

El método de delitos agregados tiene como objetivo la generación de una cuadrícula en la cual 

se realicen pruebas de asociación espacial. Las dos pruebas más comunes son: 

 I de Moran Local: Es una medida de autocorrelación espacial, su metodología se basa 

en el cálculo para cada unidad de área en función de los recuentos de delitos agregados, 

ponderados por una matriz espacial (Bivand y Wong 2018). Su fórmula de cálculo es la 

siguiente: 

             𝐼𝑖 =
𝑥𝑖 − �̅�

∑ 𝑤𝑖𝑗
𝑛
𝑗=1,𝑗≠𝑖

𝑛 − 1

 ∑ 𝑤𝑖,𝑗(𝑥1 − �̅�)

𝑛

𝑗=1,𝑗≠𝑖

        𝐸𝑐. 3 

Dónde: 

𝐼𝑖 es el valor de I de Moran Local 

𝑥𝑖 es un atributo para la característica 𝐼 

�̅� es la media del atributo correspondiente,  

𝑤𝑖𝑗 es el peso espacial entre las características i y j 

𝑛 es el número total de elementos 

 Gi* de Getis-Ord: Para ser considerado como punto caliente estadísticamente 

significativo, es necesario que una entidad tenga un alto valor y además esté rodeada por otras 
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entidades con valores altos (Esri 2005). La fórmula de cálculo está definida de la siguiente 

manera: 

                        𝐺𝑖
∗ =

∑ 𝑤𝑖,𝑗𝑥𝑗
𝑛
𝑗=1 −  �̅�  ∑ 𝑤𝑖,𝑗

𝑛
𝑗=1

𝑆√[𝑛 ∑ 𝑤𝑖,𝑗
2𝑛

𝑗=1 − (∑ 𝑤𝑖,𝑗
𝑛
𝑗=1 )

2
]

𝑛 − 1

          𝐸𝑐. 4 

                   �̅� =
∑ 𝑥𝑗

𝑛
𝑗=1

𝑛
              𝐸𝑐. 5 

       𝑆 =  √
∑ 𝑥𝑗

2𝑛
𝑗=1

𝑛
− (�̅�)2       𝐸𝑐. 6 

Dónde: 

𝐺𝑖
∗es el estadístico Gi* de Getis-Ord (puntuación z) 

𝑥𝑗 el valor del atributo para la característica j 

𝑤𝑖,𝑗 es el peso espacial entre la característica i y j 

𝑛 es igual al número total de características 

El segundo método empleado para la detección de puntos críticos de delincuencia está 

relacionado con los patrones espaciales. El objetivo de este proceso metodológico es 

identificar la localización de eventos delictivos discretos agrupados espacialmente. Y los 

resultados son áreas definidas geométricamente como elipses o cascos convexos.  

Mapa 2.2. Elipse de desviación estándar de robos 
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Fuente: Cueva (2022) 

En los últimos años, diversos investigadores han propuestos otros enfoques para elaborar 

modelos que permitan identificar con certeza patrones espaciales del crimen (Hart y 

Zandbergen 2014). Chainey, Tompson, y Uhlig (2008) demostraron que la Estimación de 

Densidad de Kernel (KDE, por sus siglas en inglés) producen resultados que son más precisos 

desde el punto de vista predictivo que otros enfoques. 

El proceso de KDE se basa en estimar la densidad de delincuencia en un área de estudio 

bidimensional en función de la localización de los eventos delictivos. El primer paso es 

generar y sobreponer una cuadrícula de n celdas sobre la zona de estudio. A continuación, se 

calcula una estimación de densidad basada en los puntos centrales de la cuadrícula. Por 

último, las distancias entre los incidentes y los centros de cuadrícula se ponderan en función 

del método de interpolación y ancho de banda (Hart y Zandbergen 2014). 

Figura 2.1. Proceso visual de estimación de la densidad de Kernel (KDE) 

 

Fuente: Hart y Zandbergen (2014) 

El KDE en una nueva ubicación (X,Y) se determina con la siguiente fórmula: 

     𝐷𝑒𝑛𝑠𝑖𝑡𝑦 =
1

(𝑟𝑎𝑑𝑖𝑜)2
∑ [

3

𝜋
∗ 𝑝𝑜𝑝𝑖 ∗ (1 − (

𝑑𝑖𝑠𝑡𝑖

𝑟𝑎𝑑𝑖𝑜
)

2

)

2

] 

𝑛

𝑖=1

   𝐸𝑐. 7 

Dónde: 

𝑖 es los puntos de entrada. Pero solos se incluyen los registros que están geográficamente 

dentro de la distancia del radio de búsqueda 

𝑝𝑜𝑝𝑖 es el valor de campo de población del punto i (opcional) 

𝑑𝑖𝑠𝑡𝑖 es la distancia entre el punto i y la ubicación (X,Y) 
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Diversos estudios han sugerido varias reglas para el cálculo de la densidad de kernel. ArcGIS 

es uno de los softwares SIG que incorpora en sus geo-procesamiento el análisis de KDE y 

trabaja de la siguiente manera para definir el tamaño de celda y estimar el ancho de banda por 

defecto (Esri 2022c). 

 El tamaño de celda se calcula a partir del ancho o alto del área de estudio dividido por 

250. 

 El radio de búsqueda se calcula con base a la variante espacial de la regla de oro de 

Silverman: 

    ℎ = (
4𝜎5

3𝑛
)

1/5

  𝐸𝑐. 8 

Dónde: 

𝜎 es la desviación estándar de los puntos muestreados 

𝑛 es el número de puntos muestreados 

Los beneficios de trabajar con el método de Silverman es por su resistencia a valores atípicos 

espaciales y puntos que están dispersos del resto de registros georreferenciados (Esri 2022c). 

Chainey, Tompson, y Uhlig (2008) y Drawve (2014) evaluaron la precisión predictiva de la 

información resultante del KDE a través de la siguiente tasa e índices: 

 Tasa de aciertos (TA): Es el porcentaje (%) de los delitos suscitados en un período de 

tiempo (t+1) que se encuentran localizados dentro de los puntos críticos calculados con base a 

un período de tiempo t. Su fórmula de cálculo es la siguiente:  

                𝑇𝐴 =
𝑛𝐻

𝑁𝐶
          𝐸𝑐. 9 

Dónde 

𝑇𝐴 es la Tasa de aciertos 

𝑛𝐻 es el número de delitos en un período de tiempo (t+1) que se localizan en los Hot-Spots 

calculados con base un tiempo (t) 

𝑁𝐶 es el número total de delitos en un período de tiempo (t+1) 
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 Índice de precisión predictiva (PAI, por sus siglas en inglés): Es la relación entre la 

tasa de aciertos y el porcentaje del área y se utiliza para evaluar las predicciones. Mientras 

más alto sean los valores de PAI indica una mayor precisión predictiva.  

       𝑃𝐴𝐼 =

𝑛ℎ

𝑁𝑐
𝑎ℎ

𝐴𝑠

         𝐸𝑐. 10 

 

Dónde 

𝑃𝐴𝐼 es el Índice de precisión predictiva 

𝑛ℎ es el número de delitos que se localizan en los Hot-Spots predichos 

𝑁𝑐 es el número total de delitos en un período de tiempo (t) 

𝑎ℎ es el área de los Hot-Spots 

𝐴𝑠 es el área total del área de estudio 

 Índice de tasa de recuperación (RRI, pos sus siglas en inglés): Mide si los puntos 

críticos delictivos se están volviendo más o menos densos entre los tiempos t y t+1. Las 

puntuaciones RRI = 1 indican un cambio proporcional en los delitos que se localizan en los 

Hot-Spots en relación con el cambio general en el volumen de delincuencia dentro de la zona 

de estudio. En cambio las puntuaciones RRI <1 se refieren a una disminución en la precisión 

de los Hot-Spots (White, Hunt, y Green 2022; Hart and Zandbergen 2014). 

            𝑅𝑅𝐼 =

(
𝑛2

𝑁2
)

(
𝑛1

𝑁1
)

(
𝑎2

𝐴 ) 

(
𝑎1

𝐴 )

      𝐸𝑐. 11 

Dónde 

𝑅𝑅𝐼 es el Índice de tasa de recuperación 

𝑛2 es el número de delitos que se localizan en los Hot-Spots en un período de tiempo t+1 

𝑛1 es el número de delitos que se localizan en los Hot-Spots en un período de tiempo definido 

t 
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𝑁2 es el número total de delitos en un período de tiempo (t+1) 

𝑁1 es el número total de delitos en un período de tiempo (t) 

𝑎2 es el área de los Hot-Spots en un período de tiempo (t+1) 

𝑎1 es el área de los Hot-Spots en un período de tiempo (t) 

𝐴 es el área total de la zona de estudio 

La minería de patrones espacio-temporales corresponde al agrupamiento espacial de 

tendencias temporales. Esta metodología permite identificar espacialmente puntos calientes y 

puntos fríos del crimen y patrones de delitos en términos de tendencias persistentes, 

decrecientes e intensivas en un área de estudio (Saraiva et al. 2022; Lal et al. 2023). 

Para identificar estos patrones es necesario crear un cubo espacio-tiempo con dimensión (x,y) 

y una dimensión temporal (t). El mismo, está compuesto por un bin que es cualquier punto 

espacial en un tiempo (t), el bin time-series representa la serie temporal de cualquier 

ubicación. Mientras que time-slice es una instantánea del conjunto de datos espaciales. 

Figura 2.2. Cubo espacio-tiempo 

 

Fuente: Esri (2022a) 

Según Lal et al. (2023) y Hägerstraand (1970) la metodología para trabajar con minería de 

patrones espacio-temporales es la siguiente: 

 Crear un cubo espacio-tiempo 



 

35 

 

 Cada bin en un intervalo de tiempo (time-slice) se le asigna a un grupo de puntos 

calientes o puntos fríos según la estadística Gi* de Getis-Ord con base a un umbral. Esta 

medida estadística toma en consideración los bin vecinos teniendo como resultado valores z. 

La puntuación z es la medida que permite clasificar a los bin en grupos de Hot-Spot o Cold-

Spot. Este proceso se repite en cada time-slice. 

 Paso seguido se realiza la prueba de tendencias Mann-Kendall para las estadísticas Gi* 

de Getis-Ord de cada serie temporal, con el objetivo de determinar la tendencia de 

agrupamiento espacial. 

 Posteriormente, se realiza la misma prueba de tendencias Mann-Kendall a cada bin 

time-series, para identificar si las tendencias son significativas (p<0,05). 

 Por último, las puntuaciones z resultantes de los dos pasos anteriores se combinan para 

generar los patrones espacio-temporales. Esta combinación puede generar los siguientes tipos:  

Tabla 2.3. Tipos de patrones espacio-temporales 

Símbolo Tipo del patrón 

espacio-temporal 

 

No se detectó ningún 

patrón 

 

Nuevo punto caliente 

 

Punto caliente 

consecutivo 

 

Punto caliente 

creciente 

 

Punto caliente 

persistente 

 

Punto caliente 

decreciente 
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Punto caliente 

esporádico 

 

Punto caliente 

oscilante 

 

Punto caliente 

histórico 

 

Nuevo punto frío 

 

Punto frío 

consecutivo 

 

Punto frío creciente 

 

Punto frío persistente 

 

Punto frío decreciente 

 

Punto frío esporádico 

 

Punto frío oscilante 

 

Punto frío histórico 

Fuente: Esri (2022d) 

2.3.5. Machine learning para la predicción de los delitos 

Random forest (RF) es un método de machine learning propuesto por Leo Breiman y Adele 

Cutler que utiliza múltiples árboles para entrenar y predecir muestras. RF en comparación con 

los modelos tradicionales de aprendizaje automático pueden lograr predicciones precisas y 

además son menos propensos al sobreajuste, y se puede aplicar a problemas de regresión y 

clasificación, por ejemplo, el resultado de la regresión es un valor medio de todos los árboles 
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de regresión, mientras que la decisión mayoritaria de todos los árboles de clasificación es el 

resultado de las tareas de clasificación de bosques aleatorios (Breiman 2001). 

Random Forest combina gran cantidad de árboles de decisión, utilizando características 

seleccionadas para dividir los nodos del árbol y muestreo repetido de diferentes subconjuntos 

de observaciones para entrenar los modelos. En investigaciones anteriores, se han utilizado 

modelos de RF para detectar y predecir posibles patrones criminológicos, pero dichos 

modelos no han considerado las relaciones espaciales y temporales de delitos (Jing et al. 

2020). Según Xia, Stewart, y Fan (2021), estudios recientes han comenzado a abordar las 

dependencias espacio-temporales en modelos de Random Forest, los mismos que se entrenan 

con base ubicaciones y períodos de tiempo definidos. 

Gráfico 2.1. Serie temporal de predicción basado en Random Forest 

 

Fuente: Esri (2022e) 

Para evaluar los modelamientos de cada serie temporal con RF se utilizan los siguientes 

parámetros: 
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 Modelo de Predicción: Se construye creando un bosque con los valores de la serie 

temporal en cada ubicación de un cubo espacio-tiempo. Este bosque se utiliza para predecir el 

valor de cada contenedor en el siguiente salto de tiempo. Y el nuevo valor predicho se incluye 

en el modelo de bosque para la predicción del siguiente período de tiempo. Este proceso es 

recurrente hasta cumplir con todos los períodos de tiempo futuros (Esri 2022b). 

El ajuste del bosque de cada serie temporal se mide a través del error cuadrático medio 

(RMSE) de predicción y evalúa cuánto varían los valores ajustados del bosque con respecto a 

los valores brutos de cada serie temporal y su fórmula de cálculo es la siguiente: 

     𝐹𝑜𝑟𝑒𝑠𝑐𝑎𝑠𝑡 𝑅𝑀𝑆𝐸 =  √
∑ (𝑐𝑡 − 𝑟𝑡)2𝑇

𝑡=1

𝑇
        𝐸𝑐. 12 

Dónde: 

𝑇 es el número de períodos de tiempo 

𝑐𝑡 es el valor del modelo de bosque 

𝑟𝑡 es el valor bruto de la serie temporal en un período de tiempo (t) 

 Modelo de Validación: Se genera para determinar cuan preciso es el modelo de 

predicción de valores futuros de cada serie temporal. El mismo se construye al excluir los 

datos de diversos períodos de tiempo y ajustar el modelo con la información no excluida. Paso 

seguido, predice los valores que se retuvieron y se comparan los valores predichos con los 

datos brutos (Esri 2022b). El modelo de validación determina la precisión de la predicción de 

los valores futuros de cada serie temporal y su fórmula de cálculo es la siguiente: 

       𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑖𝑜𝑛 𝑅𝑀𝑆𝐸 =  √
∑ (𝑐𝑡 − 𝑟𝑡)2𝑇

𝑡=𝑇−𝑚+1

𝑚
           𝐸𝑐. 13 

Dónde: 

𝑇 es el número de períodos de tiempo 

𝑚 es el número de períodos de tiempo retenidos para la validación 

𝑐𝑡 es el valor predicho de los primeros 𝑇 − 𝑚 períodos de tiempo 

𝑟𝑡 es el valor bruto de la serie temporal retenida en un período de tiempo (t) 
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2.3.6. Smart mapping para smart city 

Las smart cities teóricamente están diseñadas para utilizar datos, optimizar recursos, mantener 

la sostenibilidad y mejorar la calidad de vida de los ciudadanos. Las investigaciones de 

Albino, Berardi, y Dangelico (2015); Ching y Ferreira (2015); Ramaprasad, Sánchez-Ortiz, y 

Syn (2017) mencionan que no existe una definición universalmente aceptada de smart city a 

pesar de que muchos investigadores han intentado proporcionar una definición unificada del 

término. 

Con este antecedente Loo y Tang (2019) proponen un smart mapping para ciudades 

inteligentes, que en líneas generales tiene como objetivo aprovechar los mapas digitales y las 

TICs a través de los siguientes procesos: recolectar información, analizar datos, empoderar la 

participación ciudadana y  realizar un monitoreo continuo. Y con ello proporcionar una 

amplia gama de datos de ubicación e información en beneficio de los 6 pilares de una smart 

city.  

Figura 2.3. Smart mapping para smart city 

 

Fuente: Loo y Tang (2019) 

Interrelacionando estos paradigmas con el tema principal de la presente investigación. Se 

propone el desarrollo de un Tablero de control web o Dashboard de delitos que permita a los 

tomadores de decisiones y ciudadanía en general, monitorear en tiempo real los eventos 

delictivos, analizar tendencias multitemporales del crimen e integrar mapas web con 

información relevante de esta problemática. 



 

40 

 

Los Dashboard de delitos presentan los siguientes beneficios en cada uno de los pilares de 

una smart city: 

 Economía inteligente: Los mapas web de delitos ayudarían a los administradores de 

negocios y tomadores de decisiones a visualizar en tiempo real las zonas donde existe mayor 

ocurrencia de crímenes y conjuntamente con la policía nacional realizar planes de seguridad 

para aumentar el control en las zonas afectadas, y con ello evitar que los negocios modifiquen 

su actividad económica por los altos niveles de inseguridad. 

 Gente inteligente: Los mapas inteligentes empoderan la participación ciudadana en el 

desarrollo de smart cities y facilitan la comunicación entre los ciudadanos y entes 

gubernamentales (Loo y Tang 2019), por lo que, los habitantes se convertirían en actores 

clave para brindar una solución a esta problemática, ya que podrían reportar geográficamente 

los lugares dónde suceden delitos y que no son monitoreados por las autoridades de control. 

 Gobernanza inteligente: Al disponer de una gama de indicadores de delitos 

representados en una cartografía digital. El smart mapping apoyaría a los tomadores de 

decisiones en la gobernanza del crimen, para plantear políticas de seguridad en contra de le 

delincuencia de una manera ágil y óptima. 

 Movilidad inteligente: El smart mapping favorecería a la policía nacional y agentes de 

control a identificar exactamente los lugares dónde se están suscitando eventos delictivos y 

seleccionar rutas alternativas para evitar la congestión vehicular y llegar en un menor tiempo 

a los sitios dónde se necesita su intervención. 

 Entorno inteligente: Los datos de un smart mapping permitirían analizar patrones 

espaciales e identificar si existe una relación directa o inversamente proporcional del número 

de delitos con el arbolado urbano (Escobedo et al. 2018). Y con ello, apoyar a la gestión del 

entorno natural evitando talas innecesarias y minimizando el impacto ambiental. 

 Vida inteligente: Los mapas web ayudarían a la policía nacional y agentes de control a 

identificar rápidamente patrones de crímenes y actuar de una manera inmediata, lo que daría 

paso a un entorno de vida seguro para los ciudadanos. 

2.4. Flujograma metodológico 

El análisis delictivo en La Mariscal, inicia con la especialización y depuración de los registros 

delictivos del 2016, 2017 y 2018. Paso seguido, se evaluó y contextualizó la dinámica de 

delitos con medidas clásicas de estadística descriptiva. En este sentido, la regresión lineal por 



 

41 

 

mínimos cuadrados permitió evaluar la influencia de factores urbanos (arbolado urbano, 

tamaño poblacional, bloques constructivos, lugares de ocio y cámaras de videovigilancia) en 

la ocurrencia de crímenes. Usando tecnologías geoespaciales, combinadas con técnicas de 

minería de datos y aprendizaje automático se identificó y predijo los patrones delictivos con el 

objetivo comprender su dinámica en el espacio-tiempo. Por último, los insumos generados 

brindaron la oportunidad de desarrollar una propuesta de mapeo inteligente desde el punto de 

vista de smart city para promover la participación ciudadana en la lucha contra la inseguridad 

y mejorar la toma de decisiones en materia de prevención y gestión de la ciudad. 
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Figura 2.4. Flujograma metodológico 

 

Elaborado por el autor
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Capítulo 3. Resultados 

3.1.  Calendario de delitos 

En el 2016 se registraron 1.386 delitos y los resultados del calendario del crimen revelan que 

tan solo 14 días del año no se reportó ningún tipo delito en el sector La Mariscal. El sábado 20 

de febrero y el viernes 27 de mayo fueron los más conflicticos, ya que se atendieron más de 

16 delitos. A diferencia del resto de días que se han suscitado una cantidad inferior de 

incidentes. Además, se observó que no existe un patrón en la ocurrencia de delitos entre los 

días de los diferentes meses del año. 

Gráfico 3.1. Calendario del crimen del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

En el 2017 se registraron 1.606 delitos y los resultados del calendario del crimen revelan que 

tan solo 7 días del año no se reportó ningún tipo delito en el sector La Mariscal. El sábado 28 

de abril y el viernes 15 de diciembre fueron los más conflicticos, ya que se atendieron más de 

16 delitos. A diferencia del resto de días que se han suscitado una cantidad inferior de 
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incidentes. Además, se observó que no existe un patrón en la ocurrencia de delitos entre los 

días de los diferentes meses del año. 

Gráfico 3.2. Calendario del crimen del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

En el 2018 se registraron 1.485 delitos y los resultados del calendario del crimen revelan que 

tan solo 10 días del año no se reportó ningún tipo delito en el sector La Mariscal. El viernes 

20 de abril fue el más conflictivo, ya que se atendieron más de 16 delitos. A diferencia del 

resto de días que se han suscitado una cantidad inferior de incidentes. Además, se observó que 

no existe un patrón en la ocurrencia de delitos entre los días de los diferentes meses del año. 
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Gráfico 3.3. Calendario del crimen del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

3.2.  Frecuencia de delitos 

La representación por diagrama de barras de la cantidad de delitos del año 2016 según su 

tipología refleja que los 3 delitos más comunes fueron: Robos, Violencia contra la mujer o 

núcleo familiar y Hurto. En cambio, los 3 delitos menos reportados fueron: Delitos sexuales, 

Maltrato animal y Falsificación de moneda o documentos. 
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Gráfico 3.4. Cantidad de delitos reportados en el año 2016 según su tipología 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

La representación por diagrama de barras de la cantidad de delitos del año 2017 según su 

tipología refleja que los 3 delitos más comunes fueron: Robos, Violencia contra la mujer y 

Comercialización sustancias sujetas fiscalización. En cambio, los 3 delitos menos reportados 

fueron: Delitos sexuales, Falsificación de monedas o documentos y Maltrato animal  

Gráfico 3.5. Cantidad de delitos reportados en el año 2017 según su tipología 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

La representación por diagrama de barras de la cantidad de delitos del año 2018 según su 

tipología refleja que los 3 delitos más comunes fueron: Robos, Violencia contra la mujer y 
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Hurto. En cambio, los 3 delitos menos reportados fueron: Maltrato animal, Falsificación de 

monedas o documentos y Tráfico de flora y fauna.  

Gráfico 3.6. Cantidad de delitos reportados en el año 2018 según su tipología 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

La representación por diagrama de barras de la cantidad total de delitos reportados en cada 

mes del año 2016 refleja que los 3 meses más conflictivos fueron: febrero, marzo y mayo. En 

cambio, los 3 meses que se reportaron menos delitos fueron: abril, agosto y octubre. 

Gráfico 3.7. Cantidad total de delitos reportados en cada mes del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

La representación por diagrama de barras de la cantidad total de delitos reportados en cada 

mes del año 2017 refleja que los 3 meses más conflictivos fueron: marzo, noviembre y 
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diciembre. En cambio, los 3 meses que se reportaron menos delitos fueron: febrero, abril y 

agosto. 

Gráfico 3.8. Cantidad total de delitos reportados en cada mes del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

La representación por diagrama de barras de la cantidad total de delitos reportados en cada 

mes del año 2018 refleja que los 3 meses más conflictivos fueron: enero, abril y mayo. En 

cambio, los 3 meses que se reportaron menos delitos fueron: julio, agosto y noviembre. 

Gráfico 3.9. Cantidad total de delitos reportados en cada mes del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 
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La representación por diagrama de barras apiladas según la tipología del delito en cada mes 

del año 2016 refleja una tendencia creciente de delitos desde el mes de enero a marzo y desde 

octubre a diciembre. En cambio, existe una tendencia decreciente desde el mes de mayo a 

agosto. Además, es evidente que el Robo es el delito más común de enero a diciembre. 

Gráfico 3.10. Delitos reportados según su tipología en cada mes del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

La representación por diagrama de barras apiladas según la tipología del delito en cada mes 

del año 2017 refleja una tendencia creciente de delitos desde el mes de agosto a diciembre. En 

cambio, existe una tendencia decreciente desde el mes de mayo a agosto. Además, es evidente 

que el Robo es el delito más común de enero a diciembre. 

Gráfico 3.11. Delitos reportados según su tipología en cada mes del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 
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La representación por diagrama de barras apiladas según la tipología del delito en cada mes 

del año 2018 refleja una tendencia creciente de delitos desde el mes de febrero a mayo y julio 

a octubre. En cambio, existe una tendencia decreciente desde el mes de mayo a julio. Además, 

es evidente que el Robo es el delito más común de enero a diciembre. 

Gráfico 3.12. Delitos reportados según su tipología en cada mes del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

Es evidente que existe una tendencia lineal en la mayoría de delitos reportados del 2016. A 

excepción de los Robos que presenta altibajos en cada mes del año. 

Gráfico 3.13. Delitos reportados por mes mediante polígonos de frecuencias del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

Es evidente que existe una tendencia lineal en la mayoría de delitos reportados del 2017. A 

excepción de los Robos que presenta altibajos en diferentes períodos de tiempo. 
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Gráfico 3.14. Delitos reportados por mes mediante polígonos de frecuencias del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

Es evidente que existe una tendencia lineal en la mayoría de delitos reportados del 2018. A 

excepción de los Robos y Violencia contra la mujer o núcleo familiar que presentan altibajos 

en diferentes períodos de tiempo. 

Gráfico 3.15. Delitos reportados por mes mediante polígonos de frecuencias del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

En el año 2016 se reportó diariamente una ocurrencia similar de siguientes delitos: Abandono 

de personas, Comercialización de sustancias sujetas a fiscalización, Daño a la propiedad 

pública y privada, Hurto, Robos, Secuestro, Tenencia de armas blancas y Violencia contra la 

mujer o núcleo familiar. En otras palabras, los delitos mencionados anteriormente no 

descansan en el sector La Mariscal. 
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Gráfico 3.16. Delitos reportados por día de semana mediante gráfico de radar del año 

2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

En el año 2017 se reportó diariamente una ocurrencia similar de siguientes delitos: 

Comercialización de sustancias sujetas a fiscalización, Daño a la propiedad pública y privada, 

Estafa, Hurto, Robos, Secuestro, Tenencia de armas blancas y Violencia contra la mujer o 

núcleo familiar. En otras palabras, los delitos mencionados anteriormente no descansan en el 

sector La Mariscal. 
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Gráfico 3.17. Delitos reportados por día de semana mediante gráfico de radar del año 

2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

En el año 2018 se reportó diariamente una ocurrencia similar de siguientes delitos: 

Comercialización de sustancias sujetas a fiscalización, Daño a la propiedad pública y privada, 

Delitos sexuales, Hurto, Robos, Secuestro, Tenencia de armas blancas y Violencia contra la 

mujer o núcleo familiar. En otras palabras, los delitos mencionados anteriormente no 

descansan en el sector La Mariscal. 
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Gráfico 3.18. Delitos reportados por día de semana mediante gráfico de radar del año 

2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

3.3.  Diferencias significativas de delitos 

Los resultados revelan que, en los años 2016, 2017 y 2018 no existen diferencias 

significativas en la ocurrencia de delitos por su nivel de importancia entre las diferentes 

manzanas de La Mariscal. Es decir, en cualquier lugar de la zona de estudio se reportó una 

similar frecuencia de delitos de riesgo urgente que amenazan y/o afectan a la población.  

Tabla 3.1. Prueba de hipótesis de la ocurrencia de delitos por su nivel de importancia 

entre las manzanas de La Mariscal en el año 2016, 2017 y 2018 

Año Hipótesis Nula Prueba de 

Hipótesis 

Nivel de 

Significancia 

Decisión 

2016 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Manzanas 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,102 Acepta la 

Hipótesis Nula 
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2017 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Manzanas 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,307 Acepta la 

Hipótesis Nula 

2018 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Manzanas 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,090 Acepta la 

Hipótesis Nula 

Elaborado por el autor 

Los resultados revelan que, en los años 2016, 2017 y 2018 existen diferencias significativas 

en la ocurrencia de delitos por su nivel de importancia entre las 06h00-14h00, 14h00-22h00 y 

22h00 a 06h00 horas en La Mariscal. Es decir, en determinados períodos de tiempo se 

reportaron delitos de riesgo urgente que amenazan y/o afectan a la población con mayor 

frecuencia que en otras horas del día. 

Tabla 3.2. Prueba de hipótesis de la ocurrencia de delitos por su nivel de importancia 

entre determinados períodos de tiempo en el año 2016, 2017 y 2018 

Año Hipótesis Nula Prueba de 

Hipótesis 

Nivel de 

Significancia 

Decisión 

2016 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Turno 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,002 Rechaza la 

Hipótesis Nula 

2017 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Turno 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,000 Rechaza la 

Hipótesis Nula 

2018 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Turno 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,000 Rechaza la 

Hipótesis Nula 
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Elaborado por el autor 

Los resultados revelan que, en los años 2016, 2017 y 2018 no existen diferencias 

significativas en la ocurrencia de delitos por su nivel de importancia entre los diferentes 

meses del año en La Mariscal. Es decir, en cualquier mes del año se reportó una similar 

frecuencia de delitos de riesgo urgente que amenazan y/o afectan a la población. 

Tabla 3.3. Prueba de hipótesis de la ocurrencia de delitos por su nivel de importancia 

entre los meses del año 2016, 2017 y 2018 

Año Hipótesis Nula Prueba de 

Hipótesis 

Nivel de 

Significancia 

Decisión 

2016 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Mes 

Prueba de Kruskal-

Wallis de muestras 

independientes 

0,346 Acepta la 

Hipótesis Nula 

2017 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Mes 

Prueba de Kruskal-

Wallis de muestras 

independientes 

 

0,243 

Acepta la 

Hipótesis Nula 

2018 La distribución de 

Nivel Importancia es la 

misma en todas las 

categorías de Mes 

Prueba de Kruskal-

Wallis de muestras 

independientes 

 

0,166 

Acepta la 

Hipótesis Nula 

Elaborado por el autor 

3.4.  Causalidad de delitos 

El modelo de regresión lineal por mínimos cuadrados permitió evaluar la causalidad de las 

variables independientes (lugares de ocio, arbolado urbano, bloques constructivos, cámaras de 

videovigilancia y población total) en la variable dependiente (delitos totales). Cabe recalcar, 

que para el presente análisis se tomó en consideración únicamente los incidentes de Robos y 

Hurtos, mismos que son los delitos más representativos y ocurrentes en el sector La Mariscal; 

y según la literatura pueden estar influenciados por las variables independientes de la presente 

investigación (Hashim et al. 2019). 
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En primera instancia se evaluó la normalidad de las variables explicativas mediante la prueba 

no paramétrica Kolmogórov-Smirnov y se reporta que las variables bloques constructivos 

(Nro_Viviendas) y población total (Nro_Población) presentan una distribución normal con p-

valor de 0,2. En cambio, las variables de cámaras de videovigilancia (Nro_Camaras), 

arbolado urbano (Nro_Arbolado) y lugares de ocio (Nro_Ocio) no presentan una distribución 

normal.  

Paso seguido, se empleó el coeficiente de correlación de Spearman porque no todas las 

variables presentan una distribución normal; y con esta medida se determinó la fuerza de 

asociación entre las variables independientes.  

Se reporta que no existe una alta correlación entre las variables predictoras. A excepción, de 

Bloques Constructivos (Nro_Viviendas) y Arbolado Urbano (Nro_Arbolado) que tienen una 

fuerte asociación positiva. Por lo tanto, en el modelo de regresión lineal no se consideró a la 

variable Nro_Viviendas, con el objetivo de evitar una relación lineal entre las variables 

explicativas. 

Gráfico 3.19. Matriz de correlación de Spearman entre las variables explicativas 

 

Elaborado por el autor 

El modelo de regresión lineal cumple los 3 supuestos fundamentales. Es decir, no hay 

multicolinealidad, existe normalidad de residuales y homocedasticidad. Por lo tanto, se 

reporta que no existe evidencia significativa que el arbolado urbano (Nro_Arbolado)  y el 

total poblacional (Nro_Población) puedan influir en la ocurrencia de delitos. 
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Por otra parte, se obtuvo que el número de cámaras (Nro_Camaras) y lugares de ocio 

(Nro_Ocio) podrían explicar en un 95% la ocurrencia de delitos (Nro_Delitos) en la Zona 

Rosa más grande de Quito. 

Tabla 3.4. Valor de significancia de los coeficientes del modelo de regresión lineal 

 Coeficientes No 

Estandarizados 

Coeficientes 

Estandarizados 

  

Modelo B Std. Error Beta t Significancia 

Constante 12,272 34,509  0,356 0,725 

Nro_Camaras 25,625 11,816 0,388 2,169 0,038 

Nro_Arbolado 0,388 0,273 0,234 1,421 0,166 

Nro_Ocio 4,725 2,156 0,303 2,192 0,036 

Nro_Población 0,083 0,146 0,074 0,571 0,572 

Variable Dependiente: Nro_Delitos 

Elaborado por el autor 

3.5.  Densificación y patrón espacial de delitos 

Los resultados de la densificación espacial de delitos del año 2016 a través del método KDE 

revelan que en el epicentro del sector La Mariscal existe una mayor concentración de la 

actividad criminal. También se reporta la presencia de otras 2 áreas que agrupan una 

concentración relativamente importante de delitos, mismas que se localizan al Nor-Este y Sur-

Oeste de la zona de estudio. 
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Mapa 3.1. Densificación de delitos del año 2016 por el método KDE 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

Los resultados de la densificación espacial de delitos del año 2017 a través del método KDE 

revelan que en el epicentro y sus alrededores del sector La Mariscal existe una mayor 

concentración de la actividad criminal. También se reporta la presencia de otras 2 áreas 

críticas al Nor-Este y Sur-Oeste de la zona de estudio. 
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Mapa 3.2. Densificación de delitos del año 2017 por el método KDE 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

Los resultados de la densificación espacial de delitos del año 2018 a través del método KDE 

revelan que en el epicentro y sus alrededores del sector La Mariscal existe una mayor 

concentración de la actividad criminal. También se reporta la presencia de otras 3 áreas que 

agrupan una concentración relativamente importante de delitos, una de ellas se localiza a 

pocos metros del epicentro y las otras dos están ubicadas al Nor-Este y Sur-Oeste de la zona 

de estudio. 
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Mapa 3.3. Densificación de delitos del año 2018 por el método KDE 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

Con base a los análisis del KDE en el sector La Mariscal. Se reporta que la densificación de 

delitos del año 2016 presenta una tasa de acierto (TA) del 61%, mientras que la densificación 

de delitos del año 2017 presenta una tasa de acierto (TA) del 67%. Es evidente que existe una 

buena precisión del modelamiento del crimen en la zona de estudio. Cabe recalcar que no se 

evaluó a precisión del KDE del año 2018, ya que la presente investigación no dispone del 

registro georreferenciados de delitos del año 2019. 

Una de las desventajas de trabajar con la TA es que está fuertemente influenciada por el 

tamaño del área de estudio y la cantidad de delitos observados en un tiempo (t+1). Por tal 

motivo, se utilizó el índice PAI para evaluar la calidad de las predicciones de delitos. 

Mientras el valor de PAI sea más alto, indica una mayor precisión predictiva. En 

consecuencia, se reporta que la densificación de delitos del año 2016 tiene una mejor 

precisión en comparación a los modelamientos delictivos del año 2017 y 2018. 

Por último, las puntuaciones RRI < 1 indican una disminución en la precisión del 

modelamiento delictivo. En este contexto, se reportan RRI de 0.94 y 1.03. El primer índice 

sugiere que la precisión del KDE 2017 es menor al modelamiento del KDE 2016. A 

diferencia del segundo RRI de 1.03 que evidencia una predicción más precisa del KDE 2018 
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en comparación al KDE 2017. Según Hart y Zandbergen (2014) el RRI se utiliza como una 

forma de contextualizar las puntuaciones PAI. 

Tabla 3.5. Análisis de la tasa de aciertos (TA),  índice de precisión predictiva (PAI) e 

índice de tasa de recuperación (RRI) de los KDE 

 KDE 2016 KDE 2017  

Tasa de Aciertos (TA) 0.61 0.67  

 KDE 2016 KDE 2017 KDE 2018 

Índice de precisión predictiva (PAI) 2.35 2.22 2.30 

 KDE 2017-2016 KDE 2018-2017  

Índice de tasa de recuperación (RRI) 0.94 1.03  

Elaborado por el autor 

3.6.  Patrones espacio-temporales de delito 

Para identificar patrones de delitos en el espacio-tiempo del año 2016, 2017 y 2018, fue 

necesario en primer lugar crear cubos en tres dimensiones dónde las coordenadas X, Y 

representan la geolocalización de los delitos reportados; mientras que la coordenada Z está 

asociada la fecha de dicho incidente. Los delitos más recientes se localizan en la parte 

superior del cubo, a diferencia de los delitos más antiguos que se ubican en las filas inferiores 

del cubo. 

Todos los cubos espacio-tiempo generados se componen de contenedores y cada contenedor 

representa una ubicación dentro de la zona rosa más grande de Quito en un período de tiempo 

en particular. Los cubos del año 2016, 2017 y 2018 presentan las siguientes características: 

 El período de tiempo seleccionado es 1 mes, ya que el objetivo es evaluar las 

tendencias mensuales de delitos en los años respectivos. 

 El intervalo de distancia que define la altura de cada cuadrícula hexagonal es de 150 

metros, ya que esa es la longitud aproximada de las calles que delimitan a las manzanas en el 

sector La Mariscal. 
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Esto quiere decir que en cada contenedor se hace un recuento por mes de todos los delitos 

suscitados dentro de la misma ubicación que está definida por las cuadrículas hexagonales 

que cubren el área de estudio. 

Gráfico 3.20. Visualización 3D del cubo espacio-tiempo de delitos del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

Gráfico 3.21. Visualización 3D del cubo espacio-tiempo de delitos del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 
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Gráfico 3.22. Visualización 3D del cubo espacio-tiempo de delitos del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

Para determinar los patrones espacio-temporales de los puntos calientes (HotSpot), puntos 

fríos (ColdSpot), puntos en aumentos, puntos en disminución o puntos esporádicos de delitos 

en el sector la Mariscal, se identificaron las tendencias de las puntaciones z y el p-valor de 

cada contenedor de los cubos espacio-tiempo creados del año 2016, 2017 y 2018. 

A través de la herramienta “Análisis de Puntos Calientes Emergentes” de ArCIS Pro, se 

mapearon dichos patrones tomando en consideración las siguientes características: 

 Para la conceptualización de relaciones espaciales se seleccionó la relación de bordes 

o esquinas de contigüidad, ya que los patrones de delitos están influenciados por el entorno 

que los rodean.  

 Para identificar diferencias significativas delitos en períodos trimestrales, el paso de 

tiempo de vecindad seleccionado fue de 2, ya que la herramienta trabaja con base al período 

de tiempo del cubo espacio-temporal (1 mes), y analiza cada bin y los contenedores asociados 

en los 2 intervalos de tiempo anteriores (abarcando un total de 3 meses). 

Los resultados de la representación cartográfica de los patrones espacio-temporales de delitos 

del año 2016 a través de la minería de datos revelan que en el epicentro y al suroeste del 

sector La Mariscal existe un patrón Hot Spot Consecutivo. Es decir, en los dos últimos meses 

del año se suscitó una cantidad de delitos que convierten a estas áreas en puntos calientes 
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significativos desde el punto de vista estadístico. Mientras que alrededor del epicentro se 

reporta el patrón Hot Spot Esporádico y se caracteriza porque en el mes de diciembre presentó 

un punto caliente significativo, pero en los meses anteriores tienen un historial que han sido 

puntos calientes y luego han dejado de serlo. Además, se identificó un punto Cold Spot 

Esporádico. Por ende, en el mes de diciembre se reportó un punto frío significativo, pero en 

los meses anteriores tienen un historial que han sido puntos fríos y luego han dejado de serlo. 

Adicionalmente en la zona sureste se localizó un patrón Hot Spot Nuevo, lo que quiere decir 

que en el mes de diciembre se presentó un punto caliente significativo, pero en los meses 

anteriores del año nunca lo fue. 

Mapa 3.4. Mapa de puntos calientes emergentes de delitos del año 2016 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016) 

Los resultados de la representación cartográfica de los patrones espacio-temporales de delitos 

del año 2017 a través de la minería de datos revelan que en sentido diagonal al epicentro del 

sector La Mariscal existe un patrón Hot Spot Consecutivo. Es decir, en los dos últimos meses 

del año se suscitó una cantidad de delitos que convierten a estas áreas en puntos calientes 

significativos desde el punto de vista estadístico, mientras que en diversas áreas de la zona de 

estudio se reporta el patrón Hot Spot Esporádico y se caracterizan porque en el mes de 
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diciembre presentó un punto caliente significativo, pero en los meses anteriores tienen un 

historial que han sido puntos calientes y luego han dejado de serlo. En cuatro puntos se 

observa un patrón Hot Spot Nuevo, lo que quiere decir que en el mes de diciembre se 

identificó un punto caliente significativo, pero en los meses anteriores nunca lo fue. 

Mapa 3.5. Mapa de puntos calientes emergentes de delitos del año 2017 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2017) 

Los resultados de la representación cartográfica de los patrones espacio-temporales de delitos 

del año 2018 a través de la minería de datos revelan un patrón Hot Spot Persistente en el 

epicentro de La Mariscal. Es decir, en dicha zona en más del 90% de los meses se han 

suscitado puntos calientes significativos de delitos desde el punto de vista estadístico. 

Además, existe un patrón Hot Spot Consecutivo, por lo que en los dos últimos meses del año 

se suscitó una cantidad de delitos que convierten a estas áreas en puntos calientes 

significativos. Se reportan 8 puntos que presentan el patrón Hot Spot Esporádico y se 

caracterizan porque en el mes de diciembre se identificaron puntos calientes significativos, 

pero en los meses anteriores tienen un historial que han sido puntos calientes y luego han 

dejado de serlo. Además, se identificó un punto Cold Spot Esporádico y se caracteriza porque 

en el mes de diciembre se consideró como un punto frío significativo, pero en los meses 
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anteriores tienen un historial que han sido puntos fríos y luego han dejado de serlo. 

Adicionalmente en la zona Norte-Este se localizó un patrón Cold Spot Nuevo, lo que quiere 

decir que el mes de diciembre presentó un punto frío significativo, pero en los meses 

anteriores nunca lo fue. 

Mapa 3.6. Mapa de puntos calientes emergentes del año 2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2018) 

3.7.  Predicción de delitos mensual en el año 2019 

Para predecir la ocurrencia de delitos en cada mes del año 2019, en primera instancia, se 

utilizó la minería de datos y se creó un cubo espacio-tiempo con el registro de crímenes del 

año 2016, 2017 y 2018, que presenta las siguientes características: 

 El período de tiempo de cada contenedor es de 1 mes, ya que el objetivo es predecir el 

número de delitos mensual en el año 2019. 

 El intervalo de distancia que define la altura de cada cuadrícula hexagonal es de 150 

metros, ya que esa es la longitud aproximada de las calles que delimitan a las manzanas en el 

sector La Mariscal. 
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Gráfico 3.23. Visualización 3D del cubo espacio-tiempo de delitos del año 2016, 2017 y 

2018 

 

Elaborado por el autor con base a datos del SIS ECU 9-1-1 (2016,2017 y 2018) 

Random Forest es un algoritmo de inteligencia artificial que utiliza los datos de 

entrenamiento para crear modelos de regresión utilizando la información recopilada en cada 

paso de tiempo del cubo espacio-tiempo. A través de la herramienta “Predicción basada en 

bosque” de ArCIS Pro, se predijo el número de delitos en el año 2019 tomando en 

consideración las siguientes características:  

 El modelo se entrenó con base al cubo espacio-tiempo que contiene la información de 

delitos del año 2016, 2017 y 2018 con un paso de tiempo de un mes en cada año. 

 Para el entrenamiento de la red se excluyó el 10% de la información del cubo espacio-

tiempo. Mismos datos que son empleados para validar el modelo. 

 Con el objetivo de obtener un modelo más preciso se utilizó 800 árboles para entrenar 

al algoritmo de RF. 

Los resultados revelan que de enero a septiembre y de noviembre a diciembre del año 2019, el 

cluster principal de delitos se encuentra en el epicentro del sector La Mariscal con una 

ocurrencia de crímenes que oscila de 6 a 15 dependiendo el mes. El segundo cluster más 

recurrente en el año 2019 se localiza al Sur-Oeste de la zona de estudio, con un número de 

delitos que oscila entre 6 a 15 a excepción de los meses de abril, agosto, octubre y diciembre. 

El mes de octubre del 2019 se caracteriza porque los 2 cluster recurrentes de delitos se 
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trasladan al Nor-Este y Sur-Este de La Mariscal con una presencia de crímenes de 7 a 15. Los 

meses de julio, septiembre, noviembre y diciembre del año 2019 presentan un cluster de 

delitos que oscila entre 6 a 13 crímenes por mes en el sitio denominado como la Plaza Foch, 

lugar donde se concentra la mayor actividad comercial-económica del sector. En todas las 

otras áreas de la zona de estudio, el número de delitos varía conforme transcurren los meses y 

se muestra una dinámica del crimen que cambia con el espacio y tiempo. 

Mapa 3.7. Predicción de delitos en enero del 2019 

 

Elaborado por el autor 
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Mapa 3.8. Predicción de delitos en febrero del 2019 

 

Elaborado por el autor 

Mapa 3.9. Predicción de delitos en marzo del 2019 

 

Elaborado por el autor 
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Mapa 3.10. Predicción de delitos en abril del 2019 

 

Elaborado por el autor 

Mapa 3.11. Predicción de delitos en mayo del 2019 

 

Elaborado por el autor 
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Mapa 3.12. Predicción de delitos en junio del 2019 

 

Elaborado por el autor 

Mapa 3.13. Predicción de delitos en julio del 2019 

 

Elaborado por el autor 
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Mapa 3.14. Predicción de delitos en agosto del 2019 

 

Elaborado por el autor 

Mapa 3.15. Predicción de delitos en septiembre del 2019 

 

Elaborado por el autor 
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Mapa 3.16. Predicción de delitos en octubre del 2019 

 

Elaborado por el autor 

Mapa 3.17. Predicción de delitos en noviembre del 2019 

 

Elaborado por el autor 
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Mapa 3.18. Predicción de delitos en diciembre del 2019 

 

Elaborado por el autor 

Se reporta que los valores de RMSE de predicción oscilan entre 0 y 2, por lo que, el modelo 

de Random Forest se ajusta con una buena precisión a los datos brutos de delitos con los 

cuales se entrenó al algoritmo. Mientras que los datos RMSE de validación varían entre 0 y 2, 

lo que quiere decir que el número de delitos predichos podrían fluctuar con respecto a los 

valores reales en aproximadamente 1 a 2 delitos, a excepción de un sitio en específico dónde 

el modelo puede variar hasta 7 delitos. Es decir, en líneas generales el modelo de RF presenta 

una buena precisión al momento de realizar la predicción de delitos futuros. 
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Gráfico 3.24. Valores de RMSE de predicción y validación del modelamiento de delitos 

en el sector La Mariscal 

 

Elaborado por el autor 

3.8.  Dashboard de delitos del sector La Mariscal 

El tablero de control de delitos fue desarrollado con la aplicación de Dashboard de ArcGIS 

Online que es un software de mapeo SIG basado en la nube. Para ello, fue fundamental crear 

mapas web con técnicas de smart mapping que contengan la información gráfica y 

alfanumérica de los registros georreferenciados de delitos del año 2016, 2017 y 2018. 

El Dashboard de delitos presenta las siguientes funcionalidades: 

1. Contador del número total de delitos. 

2. Una lista que detalla más información de cada delito. 

3. Gráfico dinámico de una serie temporal de delitos por año, mes y día. 

4. Gráfico dinámico de una serie temporal de delitos por horas del día. 

5. Cartografía web de los delitos georreferenciados. 

6. Filtro de información, para que los usuarios puedan acceder a métricas de delitos 

dependiendo:  a) tipo de delito, b) año, c) mes, d) día y e) hora del día. 
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Figura 3.1. Dashboard de delitos del sector La Mariscal 

 

Elaborado por el autor 

Cabe recalcar que todas las funcionalidades mencionadas anteriormente están interconectadas 

entre sí. Es decir, cualquier acción que realice el usuario dentro del Dashboard para consultar 

o visualizar alguna información en particular, modificará las métricas de todo tablero. 

[1] 

[2] 

[3] [4] 
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Capítulo 4. Discusión  

En América Latina uno de cuatro ciudadanos afirma que la inseguridad es uno de los 

principales problemas de su vida (Jaitman y Ajzenman 2016). Este panorama trasladado a La 

Mariscal, que es la zona rosa más grande de la ciudad de Quito, dónde aproximadamente 

llegan de manera mensual más de 200.000 visitantes (La Hora 2019) es preocupante, ya que 

dicha zona  se ha convertido en un cluster para la delincuencia porque las personas que visitan 

y habitan el sector en su mayoría pertenecen a una clase económica de media a alta. Ante este 

panorama, desde el año 2013 administradores de negocios y policía nacional han intentado 

implementar un sistema de seguridad integral que permita a los turistas y residentes disfrutar 

de todas las opciones culturales, gastronómicas y centros de entrenamiento que ofrece el 

centro norte de la ciudad (Romero 2017). Sin embargo, en la presente investigación se reportó 

que tan solo 14 días del 2016, 7 días del 2017 y 10 días del 2018 no hubo presencia de delitos. 

Además, en el 2017 se registró un mayor número de delitos que en el 2016 y el número de 

delitos del 2018 es menor a los reportados en el 2017 pero sigue siendo mayor que los 

reportados en el 2016. Es decir, las acciones implementadas en contra de la criminalidad 

desde años anteriores hasta el 2018, han sido insuficientes. Estos resultados por una parte, 

podrían estar sustentados con el Plan Especial ‘La Mariscal’ (2017), dónde se menciona que 

en el sector La Mariscal existe una tendencia de decrecimiento poblacional que está 

directamente relacionado con la inseguridad ciudadana. 

La Mariscal es el epicentro de la vida nocturna de la capital ecuatoriana y debido a su uso de 

suelo tan característico y diverso, los 5 delitos más representativos que se han suscitado en el 

año 2016, 2017 y 2018 son: robos, hurto, violencia contra la mujer o núcleo familiar, 

secuestro y comercialización de sustancias sujetas a fiscalización, siendo los dos primeros los 

más significativos. Estos resultados se asemejan al estudio realizado por Suquillo (2015), el 

cual entrevistó a 300 habitantes del sector La Mariscal y obtuvo como resultado que el 20% y 

80% habían sufrido hurtos y robos respectivamente. Lo ideal es comparar entre diferentes 

ciudades de la región los delitos más comunes en espacios urbanos con características 

similares, con el objetivo de encontrar patrones en común, pero es un gran ausente de la 

literatura científica información sobre la actividad delictiva según su tipología en lugares de 

ocio (Cooper 2007). 

Los resultados revelan que, en el año 2016, 2017 y 2018 no existieron diferencias 

significativas en la ocurrencia de delitos por su nivel de importancia entre las diferentes 

manzanas de La Mariscal. Este reporte difiere a los hallazgos de diversos trabajos de 
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investigación donde mencionan que las actividades delictivas solo pueden ocurrir en un 

número finito de lugares y solo sí los entornos sociales y físicos son los propicios para los 

infractores (Newton y Felson 2015), lo cual es entendible ya que la escala de análisis es 

diferente. En este contexto, también se determinó que existen diferencias significativas en la 

ocurrencia de delitos por su nivel de importancia entre las 06h00-14h00, 14h00-22h00 y 

22h00 a 06h00 horas, estos resultaros concuerdan con los datos recabados de Quito del 

departamento de análisis de la información de la policía nacional del Ecuador, donde se ha 

determinó que en los horarios de 5:30 a 8:30 y de 16:30 a 20:30 presentan el mayor índice de 

delitos al día (La Hora 2022). Además, se reportó en el presente estudio, que no existen 

diferencias significativas en la ocurrencia de delitos por su nivel de importancia entre los 

diferentes meses del año. En este sentido, difiere a los resultados de Yuki et al. (2019) y el 

estudio realizado en Ecuador por consultora CID Gallup. Con base a este contexto, se 

corrobora que las dinámicas espaciales y temporales de delitos son propias de cada territorio, 

por lo que, se vuelve necesario analizar el crimen en micro-lugares. 

Referente a la causalidad de delitos, los resultados demuestran que el número de los lugares 

de ocio podrían explicar la ocurrencia de delitos y son varios los autores que han encontrado 

una relación entre las dos variables (Savard et al. 2019; Cueva 2022; Trangenstein et al. 2018) 

aduciendo que los bares y cualquier lugar de diversión crean escenarios propicios para el 

ocurrencia de crímenes; esto podría deberse a que las personas disminuyen sus capacidades 

cognitivas y son más vulnerables ante situaciones adversas cuando consumen elevadas 

cantidades alcohol. Por otra parte, se reportó que el número de cámaras de videovigilancia 

podrían explicar en un 95% la ocurrencia de delitos, lo cual se contrapone a los hallazgos de 

Piza et al. (2019) y Priks (2015) que encontraron una asociación entre unidades de 

videovigilancia y reducción de delitos, lo cual no significa que las cámaras de monitoreo son 

atractores del crimen, sino que probablemente sea necesario combinar el sistema de 

videovigilancia actual con señalización, iluminación mejorada, control policial, botones de 

pánico y diversas acciones que permitan mejorar la eficacia del sistema como se menciona en 

la literatura. 

En el caso de la variable tamaño de la población, se encontró que no es existe evidencia 

significativa que pueda influir en la ocurrencia de delitos en el sector La Mariscal, lo cual 

difiere a los hallazgos de Hashim et al. (2019) sobre un incremento de 0,556 en la tasa de 

delincuencia por el aumento de cada unidad de población. En lo que respecta al arbolado 

urbano, los resultados demuestran que no existe ninguna causalidad de la variable en la 
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ocurrencia de delitos, por lo que, se contrapone al hallazgo de Michael, Hull, y Zahm (2001), 

los cuales reportaron que los criminales al momento de cometer actos delictivos, buscan una 

fuente posible de ocultación post-delito para minimizar el riesgo de ser atrapados. Por tal 

motivo, optan por delinquir en áreas cercanas a una densa vegetación para facilitar su escape. 

Referente a la densificación espacial de delitos, diversos autores reportan que la distribución 

del crimen no es aleatoria en el espacio y está regulado por los entornos urbanos con los que 

interactúan los delincuentes (Cohen y Felson 1979; Brantingham y Brantingham 2013). En 

este sentido, los resultados obtenidos apoyan dichas premisas, ya que el cluster principal de 

delitos se localiza en el epicentro de La Mariscal dónde se concentra el mayor número de 

bares, discotecas y restaurantes de toda zona de estudio, por lo que, estos lugares contribuyen 

a la ocurrencia de crímenes y se convierten en atractores de delitos. Además, se corroboró que 

los patrones de delitos son dinámicos en el espacio-tiempo (Brantingham y Brantingham 

2013; Newton y Felson 2015) aduciendo que en el año 2016 el cluster principal de delitos se 

localizaba al Nor-Oeste y Sur-Oeste de la Plaza Foch, para el año 2017 el patrón del crimen se 

desplazó en sentido Este desde epicentro de La Mariscal y en el año 2018 además de 

mantener la misma dinámica del año anterior se generó un nuevo cluster de delitos al Este de 

la Plaza Foch. 

En línea con lo mencionado en el apartado anterior, se reportó que los resultados obtenidos 

mediante el análisis de puntos calientes emergentes del 2016, 2017 y 2018 varían en el 

espacio-tiempo, por lo que se corrobora lo planteado por Brantingham y Brantingham (2013). 

Pero las ventajas de trabajar con cubos espacio-temporales es que brindan una visión diferente 

a los resultados provenientes de la densificación de delitos, por ejemplo, el 94% de los 

patrones de delitos detectados corresponden a clusters relacionados a HotSpot y dichos 

lugares se consideran zonas donde se concentran los delitos con un patrón estadísticamente 

significativo y no aleatorio en el espacio-tiempo (Hart y Zandbergen 2014), y tan solo el 6% 

se atribuyen a clusters relacionados a ColdSpot. Newton y Felson (2015) argumentaron que la 

ocurrencia de delitos requiere de la yuxtaposición de delincuentes motivados y objetivos 

adecuados en una situación determinada en el espacio-tiempo y según los hallazgos La 

Mariscal presenta esta composición físico-social requerida para la actividad delictiva. 

Establecer una discusión teórica de la presente metodología con otras investigaciones, tiene 

sus limitaciones ya que existe una literatura limitada sobre el análisis de patrones delictivos en 

el espacio y tiempo (Brunsdon, Corcoran, y Higgs 2007; Newton y Felson 2015). 
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La metodología de análisis predictivo de delitos con cubos espacio-temporales y técnicas de 

machine leaning están alineadas a lo expuesto por LeBeau y Leitner (2011),  Bunting et al. 

(2017) y Saraiva et al. (2022), los cuales mencionan que es esencial el análisis de patrones 

delictivos con técnicas espaciales y estadísticas, pero es necesario implementar métodos de 

aprendizaje automático para obtener un enfoque más amplio de las dinámicas de los crímenes 

y con ello optimizar las políticas de planificación, cohesión y prevención de delitos (Weisburd 

et al. 2021). El algoritmo de Random Forest (RF) se ha utilizado para extraer patrones de 

crímenes y predecir eventos futuros en diversos estudios de Wheeler y Steenbeek (2020), 

Saraiva et al. (2022) y Deshmukh et al. (2020) y han obtenido que los modelos de inteligencia 

artificial pueden usarse de manera efectiva pero se requiere más investigación y discusión en 

la literatura científica. Dicha premisa respalda los resultados obtenidos, ya que el modelo de 

RF presentó valores bajos del error cuadrático medio de predicción y validación, en otras 

palabras, el algoritmo se ajustó con una buena precisión a los datos brutos de delitos y el 

número de crímenes predichos podría variar entre 1 a 2 de los valores reales. Es decir, en el 

2019 la ocurrencia de delitos sigue siendo significativa, es dinámica en el espacio-tiempo y se 

caracteriza por presentar un cluster de crímenes recurrente en la Plaza Foch. Esto coincide 

con un reporte del diario La Hora realizado en La Mariscal en el 2019 dónde menciona que 

los crímenes se mantienen y sus calles están marcadas por robos, arranche de carteras y venta 

de droga. 

El campo de investigación de delitos es amplio, lo que brinda la oportunidad de plantear 

diversas propuestas metodológicas para contrarrestar esta problemática urbana, una de ellas es 

la aplicación de técnicas de smart mapping. Según Loo and Tang (2019) el mapeo inteligente 

empodera la participación ciudadana en el desarrollo de smart cities y facilitan la 

comunicación entre los ciudadanos y entes gubernamentales; y Blanco y Tudela (2010) 

reconocen que el análisis de delitos es un fenómeno multidimensional y los actores llamados a 

dar respuesta a esta problemática son diversos y es fundamental un trabajo articulado entre la 

población y el estado. Esto proporciona una base teórica de la importancia del Dashboard de 

delitos de La Mariscal que se desarrolló con base a los pilares de smart mapping y puede ser 

empleado para generar una comunidad informada y resiliente, mejorar la gobernanza y toma 

de decisiones al disponer de datos de delitos en tiempo real y sobre todo involucrar a la 

ciudadanía para un trabajo en conjunto en contra de la delincuencia. 
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Conclusiones  

El presente trabajo de investigación generó una evidencia empírica con respecto al análisis de 

diferencias significativas en la ocurrencia de delitos entre manzanas, horas del día y meses en 

una zona dónde el uso de suelo es tan diverso y se caracteriza por ser un punto de encuentro 

para la diversión nocturna y turismo nacional e internacional. Los resultados revelan que, en 

cualquier lugar de La Mariscal y mes del 2016, 2017 y 2018 se reportó una similar frecuencia 

de delitos mientras que en determinados períodos de tiempo ocurrieron delitos con mayor 

frecuencia que en otras horas del día según su nivel de importancia. En líneas generales, toda 

la zona de estudio presenta un panorama de inseguridad que es prácticamente homogéneo en 

el transcurso de los meses del año, pero en ciertas horas del día se comenten delitos con una 

mayor frecuencia, por lo que, se vuelve una prioridad plantear operativos de seguridad 

permanentes. 

Los principales hallazgos obtenidos al realizar el análisis de correlación y causalidad de 

delitos mediante modelos de regresión lineal por mínimos cuadrados, es que las variables 

cámaras de videovigilancia y lugares de ocio podrían explicar en un 95% la ocurrencia de 

delitos en La Mariscal. En consecuencia, es imprescindible ejecutar diversas estrategias de 

seguridad en lugares cercanos a bares, discotecas, karaokes y cualquier otro centro de 

diversión que opera en la zona de estudio, además es prioritario mejorar el sistema de 

videovigilancia con la implementación de botones de pánico, señalización y acciones que 

conviertan al sistema de monitoreo actual como un elemento disuasorio de delitos. Por otro 

lado, se reportó que no existe evidencia significativa que las variables de arbolado urbano, 

número de bloques constructivos y número de personas puedan influir en el cometimiento de 

delitos, mientras que otros autores han encontrado que dichas variables pueden ser 

consideradas como atractores de delitos. Por lo que, es necesario profundizar en el espacio 

urbano de la zona de estudio y buscar más variables cuantificables que pueden influir en la 

ocurrencia de delitos. 

La ocurrencia de delitos en La Mariscal es dinámica en el espacio y tiempo, la evidencia más 

clara es que desde el año 2016 hasta el 2018, el cluster de delitos que se localizaba al Oeste 

del epicentro de la zona de estudio creció en sentido oriental hasta cubrir totalmente la Plaza 

Foch y generar otro cluster al Este de dicho lugar. Además, la zona rosa más grande de la 

ciudad de Quito brinda las condiciones requeridas para la actividad delictiva ya que la 

mayoría de los patrones detectados con minería de datos están relacionados con clusters de 

tipo HotSpot. A este panorama se añade que, la predicción de delitos para el año 2019 revela 
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que la actividad delictiva muy probablemente se mantendrá en lugares específicos y en otros 

sitios se intensificará según la temporalidad. Todos estos hallazgos, refuerzan la importancia 

de contar con modelos explicativos y predictivos de delitos para apoyar la toma de decisiones 

y plantear políticas efectivas contra el crimen. Sin embargo, el conocimiento estadístico, 

espacial y aprendizaje automático no poseen todas las instituciones responsables de la 

seguridad ciudadana, por lo que es prioritario realizar un trabajo interinstitucional entre la 

academia y entes gubernamental para potenciar la inteligencia y vigilancia policial. 

Finalmente, el Dashboard de delitos es una herramienta simple y fácil de usar que podría 

convertirse en la piedra angular para promover la participación ciudadana en la lucha contra la 

inseguridad y mejorar la toma de decisiones en materia de prevención y gestión de la ciudad. 

Además, agregando más información y establecimiento las medidas y políticas de seguridad 

adecuadas, los tomadores de decisiones y policía nacional podrían incorporar en sus 

instituciones un tablero de control similar ya que necesitan de una plataforma común donde 

toda la información espacio-temporal de delitos pueda ser compartida y analizada en tiempo 

real por expertos para calcular indicadores, ejecutar acciones de pronta de respuesta y elaborar 

de planes de seguridad que contribuyan de manera efectiva en la reducción de delitos. 
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